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LEARNING PARA EL RECONOCIMIENTO DE INCIDENCIAS DE RESIDUOS 
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DIEGO JHONATAN ORTIZ LEON 

 

MANUEL ANTONIO ALCALDE CASTAÑEDA 

 

UNIVERSIDAD AUTÓNOMA DEL PERÚ 

 

RESUMEN 

Esta investigación se basó en la influencia entre un aplicativo móvil de procesamiento 

de imágenes usando Machine Learning y el reconocimiento de incidencias de 

residuos sólidos, ya que durante los últimos años el Perú sufre problemas graves de 

limpieza pública siendo que el 75% de los peruanos producen en promedio medio kilo 

de residuos sólidos por día, aumentando exasperadamente de 13 mil toneladas por 

día a 25 mil en los últimos 10 años. Haciendo uso de una investigación de tipo 

aplicada y nivel explicativo, además el uso de la Metodología Mobile – D realizó un 

mejor desarrollo del aplicativo. Adicionalmente se utilizó un diseño pre experimental 

aplicada a una muestra de 28 incidencias reportadas sobre residuos sólidos el cual 

se dividió en pre y post prueba dando que el uso de esta mejora los tiempos de 

identificación y clasificación de incidencias, así como la reducción de errores en el 

reconocimiento de estas. Finalmente se concluyó que el uso de un aplicativo móvil de 

procesamiento de imágenes usando Machine Learning influye positivamente en el 

reconocimiento de incidencias en el distrito de Punta Hermosa. 

Palabras clave: incidencias, machine learning, inteligencia artificial, contaminación 

ambiental. 
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MOBILE IMAGE PROCESSING APPLICATION USING MACHINE LEARNING 

FOR THE RECOGNITION OF SOLID WASTE INCIDENTS IN THE MUNICIPALITY 

OF PUNTA HERMOSA 

 

DIEGO JHONATAN ORTIZ LEON 

 

MANUEL ANTONIO ALCALDE CASTAÑEDA 

 

UNIVERSIDAD AUTÓNOMA DEL PERÚ 

 

ABSTRACT 

This research was based on the influence between a mobile image processing 

application using Machine Learning and the recognition of solid waste incidents, since 

during the last years Peru suffered serious problems of public cleaning being 75% of 

Peruvian producers in average half kilo of solid waste per day, incredibly 

exasperatedly from 13 thousand tons per day to 25 thousand in the last 10 years. 

Making use of an investigation of applied type and explanatory level, in addition the 

use of the Mobile Methodology - D completed a better development of the application. 

In addition, a pre-experimental design applied to a sample of 28 incidents reported on 

solid waste is specified, which is divided into pre and post test, giving the use of this 

improvement in the identification and classification times of incidents, as well as the 

reduction of errors in The recognition of these. Finally, it is concluded that the use of 

a mobile image processing application used Machine Learning positively influences 

the re-recognition of incidents in the district of Punta Hermosa. 

Keywords: incidents, Machine Learning, artificial intelligence, environmental 

pollution. 
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INTRODUCCIÓN 

El trabajo de investigación se tituló Aplicación móvil de procesamiento de 

imágenes usando machine learning para el reconocimiento de incidencias de residuos 

sólidos en la Municipalidad de Punta Hermosa. La situación problemática se centró 

en el deficiente reconocimiento de las incidencias de residuos sólidos, mediante esta 

investigación se dio a conocer de qué manera influye un aplicativo móvil al 

reconocimiento de incidencias, por lo tanto, se formuló la siguiente pregunta: ¿En qué 

medida un aplicativo móvil de procesamiento de imágenes usando machine learning 

influirá en el reconocimiento de una incidencia de residuos sólidos? Como conclusión 

general se demostró que la implementación de un aplicativo móvil de procesamiento 

de imágenes usando Machine Learning influye positivamente en el reconocimiento de 

incidencias de residuos sólidos en la municipalidad de Punta Hermosa. 

A continuación, se detalla el contenido de cada capítulo de la investigación: 

Capítulo I - Planteamiento metodológico: Contuvo la definición del problema 

abordado en esta investigación, involucrando la justificación, objetivos, limitaciones y 

los métodos de recolección de datos. 

Capítulo II - Marco referencial: Comprendió los antecedentes, el marco 

normativo, marco teórico y el estado del arte de la investigación. 

Capítulo III - Desarrollo de la solución: Comprendió los costos del proyecto y la 

explicación de la metodología mobile-d, aplicada para el desarrollo del aplicativo móvil 

de procesamiento de imágenes.  

Capítulo IV - Análisis de los resultados y contrastación de la hipótesis: 

Describió la población y muestra, el análisis e interpretación de los resultados de la 

pre-prueba y post-prueba y seguidamente se realizará la contrastación de la hipótesis 
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Capítulo V - Conclusiones y recomendaciones: Se mostraron las conclusiones 

obtenidas de la investigación y las recomendaciones también. 

Al final se presentó las referencias bibliográficas, anexos y el glosario de 

términos  
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CAPÍTULO I 

PROBLEMA DE INVESTIGACIÓN 
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1.1. Realidad problemática 

Coban et al. (2018) refieren que en los últimos años, el rápido aumento de la 

población, los niveles de vida más altos y los avances tecnológicos aumentan 

constantemente la cantidad y la diversidad de desechos sólidos. En un entorno tan 

complicado, las autoridades municipales deben desarrollar la solución de eliminación 

más eficaz para gestionar los residuos sólidos municipales en constante crecimiento. 

La deficiente falta de comunicación municipal por tecnología web y móvil para 

promover la responsabilidad pública se ve reflejado en algunos países del mundo. Se 

ha encontrado que, en algunos países europeos como Reino Unido y Francia, la 

clasificación de los residuos domésticos no se promueve. España es un ejemplo en 

el que la separación en origen de papel o cartón y envases peso ligero sigue siendo 

inferior a la de las exigencias normativas y en Groenlandia es bastante común que 

las personas mezclen en el hogar los residuos peligrosos tales como baterías, restos 

de pintura, esmalte de uñas o otros productos químicos y sólo el 25% alcanzadas a 

estaciones de reciclaje. Los 70 municipios en Suecia todavía están planeando poner 

en práctica la separación en origen de los residuos domésticos. Además, en Suecia 

objetivos nacionales de separación en la fuente de periódico y envases de plástico no 

se corresponden con los beneficios ambientales asociados de por tonelada de 

material reciclado. Esto sugiere que hay un gran potencial para mejorar la 

responsabilidad pública de los residuos sólidos urbanos (RSU) y la eficiencia de los 

recursos en la sociedad europea (Sultana et al., 2017). 

El aumento de la producción de basura, ambiental se han convertido en 

problemas cada vez más prominente. A la vista de la superación de la basura, los 

países de todo el mundo han tomado una actitud positiva y medidas favorables para 

hacer frente a la basura científicamente, a fin de lograr la reutilización de los recursos. 
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En la actualidad, el residuo doméstico de China sigue siendo colección mixta, si el 

tratamiento directo no sólo resulta en un gran desperdicio de recursos, pero también 

contiene residuos peligrosos tales como tubos fluorescentes, residuos de pilas y así 

sucesivamente, es muy fácil causar una grave contaminación. En la actualidad, el 

costo de la basura clasificación automática de contenedores existente es demasiado 

alto, mientras que los contenedores de clasificación comunes son nada. Por lo tanto, 

la formación de la conciencia de clasificación de basura requiere una amplia y 

sostenida publicidad por el gobierno, especialmente para los niños y adolescentes 

(Chen  et al., 2019). 

En muchos países europeos la segregación ya ha sido introducida en el 

comienzo de la ruta de reciclaje, es decir, los residuos en casa. Sólo las personas 

dividen en grupos de residuos como plástico, metal, vidrio y orgánica. El uso de 

técnicas matic automatiza selectivos para estos grupos es más fácil que para los 

residuos sólidos municipales (MSW). Desafortunadamente, una gran parte de los 

residuos está siendo recogido en forma de los residuos sólidos urbanos, por lo que 

los países se esfuerzan para la mayoría de los e reprocesamiento caz de materiales 

de desecho. Con el fin de hacer esto, la basura debe ser eficaz ordenar en facciones 

individuo y materiales. Por lo tanto, una tarea importante es aislar individuo (Bobulski 

y Kubanek, 2019). 

La basura doméstica, una parte significativa está compuesta por elementos de 

plástico, y dentro de estas se pueden distinguir dos tipos dominantes: Politereftalato 

de etileno (PET), polietileno de alta densidad (HDPE) . Desafortunadamente, en esta 

etapa de reciclaje, no hay división en tipos individuales de plástico y que a menudo 

terminan en un grupo de residuos de plástico. Hay un problema con la separación de 

tipos diferentes de plásticos, algunos de los cuales pueden ser reutilizados. Una de 
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las posibilidades es la utilización de técnicas de visión por ordenador, en el 

reconocimiento de imágenes en particular (Bobulski y Kubanek, 2019). 

Por otro lado, en el mundo se han realizado diferentes estudios estadísticos las 

más relevantes las encontramos en el Banco Mundial o en un repositorio llamado 

Statista. 

Figura 1 

Gasto en investigación para la protección del medio ambiente en el UK 

 

 

 

 

 

 

 

 

 

 

 

Nota: En la figura se observa la generación de residuos sólidos en Gran Betraña. Tomado 

de STATISTA. https://bit.ly/3zru4wk 

 

En la figura 1 se muestran los resultados del estudio realizado por el Banco 

Mundial, donde se recolecta información de los gastos gubernamentales en 

investigación, desarrollo, educación y administración de actividades de protección 

ambiental en el Reino Unido del periodo 2000 al 2016, expresado en millones de libras 

esterlinas. Además, se nota que los gastos gubernamentales aumentaron durante los 

primeros diez años, totalizando 779 millones de libras esterlinas en 2010. En los años 

https://bit.ly/3zru4wk
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siguientes, los gastos disminuyeron en general en comparación con 2010, alcanzando 

los 662 millones de libras esterlinas en 2016. 

Figura 2 

Generación de residuos sólidos a nivel mundial, 2017 

 
Nota: En la figura se observa la generación de residuos sólidos anuales por países en 

millones. Tomado de STATISTA. https://bit.ly/3OtpMZM 

 

En cuanto a los residuos sólidos municipales generados en todo el mundo en 

el año 2017, el estudio del Banco Mundial, resalta que el país con más residuos 

https://bit.ly/3OtpMZM
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sólidos generados es Estados Unidos alcanzado la cifra de 258 millones de toneladas 

métricas de residuos sólidos municipales. 

Figura 3 

Promedio de generación per cápita de residuos sólidos

 

Nota: En la figura se muestra la generación per cápita de residuos sólidos por 

región. Tomado de STATISTA. https://bit.ly/3cBsXRW 

En cuanto a la cantidad de residuos sólidos generados por persona, en el año 

2016, según las regiones que se indican en la figura 3, Latinoamérica genera un 

promedio de 0.99 kg de residuo sólidos municipales por día. 

Este estudio, además, proyecta que, en el futuro, la generación de residuos 

sólidos alcanzará la cifra de 2.02 billones de toneladas al 2030 y de 3.4 billones de 

toneladas al 2050, en todo el mundo. 

 

 

  

https://bit.ly/3cBsXRW
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Figura 4 

Proyección de residuos sólidos municipales hasta 2050 

 

Nota: En la figura se muestra la proyección de los residuos sólidos hasta el 

2050. Tomado de STATISTA, 2017. https://bit.ly/3PvlH8N 

 

STATISTA (2017), portal de estadística online alemán, nos habla que los 

residuos sólidos incluyen la basura y el lodo de las plantas de tratamiento de aguas 

residuales y de suministro de agua; así como otros materiales desechados de las 

operaciones industriales. Además, se muestra que en la región occidental del país 

tienen actualmente el mayor número de vertederos: 186’ 346. Estos vertederos deben 

cumplir con las regulaciones federales para prevenir la contaminación, así como 

proporcionar sistemas de monitoreo para la contaminación de las aguas subterráneas 

y los gases de los rellenos sanitarios. La empresa de gestión también debe asegurar 

la financiación para la protección del medio ambiente durante todo el ciclo de vida de 

un relleno sanitario bajo regulaciones ambientales en el país.  

A nivel nacional, en el Perú, la mala gestión y la forma de recolección de la 

información de la incidencia en el servicio de atención al habitante dentro del distrito 

hace que el área de limpieza pública pierda tiempo en encontrar los residuos sólidos 

https://bit.ly/3PvlH8N
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reportados y además produce una insatisfacción por parte de los habitantes. Puesto 

que al ver un proceso muy obsoleto y poco efectivo hace que la satisfacción se vea 

reflejada de una forma negativa.  

El Ministerio del Ambiente (MINAM, 2016) describe un estudio realizado en el 

Perú por la sigersol, sistema de información para la gestión de residuos sólidos, 

informó que hay una cobertura de un 93,74% en las zonas urbanas de nuestro país 

enfocada en la recolección de residuos sólidos. Del porcentaje mencionado sólo 

menos del 50% fueron dispuestos en el relleno sanitario dejando al porcentaje faltante 

en botaderos o instalaciones de disposición final, demostrando que se carece de un 

impacto real positivo en la población y el ambiente. 

Actualmente en el Perú, la recolección de residuos sólidos tiene un gran 

impacto para los departamentos de Lima y Callao, puesto que se da un mayor gasto 

en el encuentro de los residuos sólidos llevando un tiempo mucho mayor. 

Figura 5 

Residuos sólidos domiciliarios por departamento 

 

Nota: En la figura se observa la generación de residuos sólidos por departamento. Tomado del 

MINAM, 2016. https://bit.ly/3PTCMZX 

 

Según la MINAM (2016), 15 años desde que se promulgó la Ley General de 

Residuos Sólidos, el Perú sufre aún de graves problemas de limpieza pública. Cada 

día hay más habitantes urbanos y cada día en las ciudades se produce más basura, 

https://bit.ly/3PTCMZX
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generando casi medio kilo de residuos por día. El volumen de basura producido en el 

Perú está aumentando; hace una década las toneladas producidas por el país al día 

era de 13 000 toneladas, subiendo actualmente a 5 toneladas más.  

El 30% de los residuos sólidos persiste en las calles de los distritos de Lima 

Metropolitana, mientras que más del 50% de la basura no llega a un espacio de 

disposición final segura. Teniendo como resultado la falta de cultura que está 

mostrando nuestro país. 

Definición del problema 

La dificultad al momento de realizar el reconocimiento y clasificación de 

incidencias que tienen actualmente las municipalidades es demasiado lento frente a 

la excesiva cantidad de reportes que los habitantes de los distritos realizan, siendo 

estos los más afectados al momento de observar diariamente que sus quejas no son 

escuchadas ni informadas de cómo se encuentran actualmente.  

Por otro lado, las municipalidades sufren de  sobrecarga de información, los 

cuales se ocasionan a raíz de la poca fluidez de información que tienen, por lo cual 

no cuentan con validación y filtración de estas hasta que una persona las autorice 

para su recolección, demorando el proceso de identificación y afectan a la 

conformidad de los habitantes del distrito, todo esto se puede ver reflejado en el anexo 

4 en el cual se muestra el proceso actual (AS - IS). 

1.2. Formulación del problema 

A partir de la problemática desarrollada, se plantea la siguiente pregunta de 

investigación: 

¿En qué medida un aplicativo móvil de procesamiento de imágenes usando 

machine learning influirá en el reconocimiento de una incidencia de residuos sólidos? 
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1.3. Justificación de la investigación 

Las presentes investigaciones consisten en medir la influencia en el 

reconocimiento de incidencias de residuos sólidos realizadas por los habitantes que 

produce un aplicativo móvil de procesamiento de imágenes usando Machine 

Learning. 

Teórica 

El propósito de mostrar la aplicación de un nuevo modelo de reconocimiento 

de imágenes basado en el uso de Machine Learning 

Práctica 

Porque existe la necesidad de mejorar el reconocimiento de incidencias, 

especialmente los residuos sólidos, sobre las quejas realizadas por los habitantes, 

con uso de un aplicativo de procesamiento de imágenes usando Machine Learning. 

Social 

Un aplicativo móvil de procesamiento de imágenes ayudará promover la 

concientización ambiental y la responsabilidad ciudana para la mejora del país. 

1.4. Objetivos de la investigación 

Objetivo general 

Determinar en qué medida el uso de un aplicativo móvil de procesamiento de 

imágenes usando Machine Learning influye en el reconocimiento de incidencias de 

residuos sólidos. 

Objetivos específicos 

Determinar en qué medida el uso de un aplicativo de procesamiento de 

imágenes usando Machine Learning influye en la satisfacción de los habitantes. 
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Determinar en qué medida el uso de un aplicativo de procesamiento de 

imágenes usando Machine Learning reduce el tiempo de atención de incidencias de 

residuos sólidos. 

Determinar en qué medida el uso de un aplicativo de procesamiento de 

imágenes usando Machine Learning mejora la calidad en el reconocimiento de 

incidencias de residuos sólidos. 

1.5. Limitaciones de la investigación 

Temporal 

La investigación constó de un periodo de 12 meses. 

Espacial 

La investigación se limitó al reconocimiento de las incidencias de residuos 

sólidos por los habitantes. 
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CAPÍTULO II 

MARCO TEÓRICO 
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2.1. Antecedentes de estudio 

Antecedentes internacionales 

Melo y Rojas (2015) en su investigación denominada Prototipo de aplicación 

móvil instructiva, para el manejo y disposición de desechos sólidos en la ciudad de 

Bogotá tiene objetivo principal diseñar un aplicativo móvil que permitirá al usuario 

ubicar los puntos de acopio de basura para comenzar los planes de reciclaje en 

Bogotá, además poder clasificar los residuos sólidos por categorías. Así mismo su 

propósito principal permitirá dar a conocer a distintos tipos de recolectoras de basura 

para que puedan juntarlo y clasificarla de acuerdo a lo que el cliente quiere desechar.  

Un aporte de esta investigación es la identificación de estos desechos 

mediante unos códigos de barras, una opción para poner lugares que necesitan con 

urgencia su recolección y además este aplicativo proveerá información sobre el 

reciclaje puesto que no permite que el usuario tenga algún contacto con el objetivo 

del proceso y con la basura.  

Buitrago y Escobar (2017) en esta tesis denominada Sistema de Información 

para el reporte de incidentes para empresas de servicios públicos tiene como objetivo 

desarrollar un sistema integrado entre una plataforma web y una aplicativo móvil, que 

facilitaría a la ciudadanía reportar acciones eventos que ocurren en su ciudad de 

Manizales, esto irá unido a un sistema de información geográfica (SIG). Su principal 

impulso a realizarlo es que a pesar de que el distrito está considerado como uno de 

los mejores índices de calidad de vida a nivel nacional. 

Como conclusión, ellos obtienen que para obtener más rápido los datos hacer 

uso de arcgis y esri permite la creación rápida de control de indicadores, adicional a 

esto crean un dashboard para un mejor manejo de información y a partir de esto 

administraran incidentes ocurridos y luego visualizarlos mediante datos estadísticos. 
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A partir de este estudio se toma en cuenta las técnicas usadas para obtener 

los datos geográficos a través de ArcGis. 

Gutiérrez y Torres (2016) tienen como finalidad en su investigación 

denominada Sistema de medición evaluación del impacto ambiental en el manejo de 

residuos sólidos en conjuntos residenciales crear una aplicación web y móvil para 

medir el impacto zonal de Bogotá, más que todo en lugares residenciales, esto 

conllevaría facilitar el control de los residuos sólidos y controlar el impacto que tendría 

con respecto al reciclaje de la basura, ellos también consideran que un factor 

importante de la investigación es estimular el uso de dispositivos móviles para usarla 

como enseñanza para mejorar el reciclaje. El alcance de la investigación y del 

aplicativo es mejorar la conciencia por parte de los usuarios y sobretodo tener un 

mejor equilibrio ambiental. 

Se obtuvieron como resultados en esta investigación es que la aplicación 

propuesta realiza una reducción de tiempo gracias a la realización de procesos o 

quejas que realizan los usuarios de acuerdo con residuos sólidos. Un punto adicional 

que mencionan es el uso de juegos didácticos para hacer el conocimiento del 

reciclaje. 

El aporte de esta investigación, es la disminución de tiempos y la mejora en la 

satisfacción de los habitantes mediante estrategias basadas en juegos didácticos para 

el apoyo de la cultura ambiental. 

Abarca (2016) en su tesis denominada Desarrollo de un prototipo de sistema 

de gestión de desechos peligrosos para la empresa gestión y proyectos ambientales 

Gypam s.a. explica el desarrollo de un prototipo de sistema web realizada para el área 

de desechos peligrosos de la empresa gestión y proyectos ambientales Gympam 

S.A., Ecuador 2016, que está especializada en la gestión de desechos peligrosos que 
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brinda servicios de manejo de medio ambiente, diagnóstico de riesgos y gestión de 

desechos, el cual proyecto de investigación prioriza el servicio de gestión de desechos 

sólidos por ello desarrollan un prototipo de sistema web para agilizar la identificación 

y manejo de información mediante un repositorio de información para dar un 

fácil  mantenimiento que se genera al momento de realizar el proceso de gestión de 

desechos peligrosos que elabora la empresa Gympam.  

En conclusión, siendo capaz de que el sistema web sea fácil de usar y tener 

un mayor control de información del proceso de manejo de desechos peligrosos y que 

tenga organizada la información obtenida para una optimización al momento de 

buscar información que requiere el usuario por ello el sistema web fue un existo ya 

que los usurarios quedaron satisfechos, justificada por pruebas realizadas en la 

investigación por el hecho de que cumple con los objetivos propuestos en la 

investigación. 

Un aporte de esta investigación es el control de información debido a la 

optimización al momento de la reducción de tiempos usados para la identificación de 

incidencias. 

Ricatti (2015) en su tesis denominada Optimización de recolección de residuos 

con IoT explica el diseño de un prototipo para optimizar las rutas de recolección y la 

identificación de nuevos basureros para el área de residuos de Dublín City Council, 

República de Irlanda 2015, que se encarga de la recolección de residuos sólidos, por 

el cual esta investigación se centra en el proceso de recolección de residuos sólidos 

por ello quieren diseñar un prototipo de sensores de cantidad que permita optimizar 

las rutas de recojo de los residuos sólidos para poder dar una planificación de 

instalaciones de los basureros y mejorar vitalidad de los habitantes y disminuir los 
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recursos de combustible y mano de obra por la mala gestión al momento de recorrer 

las rutas de recolección de residuos sólidos y no realizar recorridos innecesarios. 

Asimismo como conclusión, el desarrollo de esta investigación se justifica 

metodológicamente por tecnología electrónica para poder reducir el tiempo en la 

clasificación de residuos sólidos, la distancia de las rutas de recolección e 

implementar información que mejore el proceso, que facilite el diseño del prototipo 

propuesto en esta investigación por ello se debe construir un sistema de sensores 

que midan la abundante cantidad de residuos sólidos para que se pueda procesar la 

información y poder tomar una decisión en este caso elegir la ruta más accesible 

teniendo en cuenta la completa limpieza de la zona, para que el prototipo se capaz 

generar automáticamente datos mediante el internet de las cosas. 

El aporte de esta investigación, es la reducción de tiempos en la gestión de 

clasificación de residuos sólidos y el uso de los habitantes como principales factores 

que realizan reportes. 

Sanchez (2007) afirma que en esta tesis denominado Gestión integral de 

residuos sólidos urbanos en los municipios de Actopan, San Salvador y el Arsenal 

Delestado de Hidalgo explica con el aumento de la población y la industrialización de 

las naciones de todo el mundo, los residuos se han convertido en una gran 

preocupación para todos nosotros. Durante años, los investigadores pensaron que 

sólo la gestión de residuos no es suficiente por sus técnicas de tratamiento y 

eliminación adecuados para preservar nuestro medio ambiente y mantenerla limpia 

en esta era de la globalización. Con la ayuda de investigadores de tecnología han 

introducido soluciones e iniciativas que asegura una cantidad reducida de tiempo y 

energía inteligente de gestión de residuos basado IO requerida para proporcionar 

servicios de gestión de residuos y reducir la cantidad de residuos generados. 
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Desafortunadamente, los países en desarrollo no están siendo capaces de poner en 

práctica esas soluciones existentes debido a muchos factores como el entorno socio-

económico. 

Asimismo, como conclusión el desarrollo de esta investigación se justifica en 

un sistema de gestión inteligente de residuos en relevancia con el desarrollo de país 

como Bangladesh. En las últimas dos décadas ha habido numerosas iniciativas 

tomadas con la ayuda de las ayudas y el apoyo extranjero, pero que no han podido 

conseguir resultados que puede decirse que es satisfactoria y el nivel aceptable. 

Estos objetivos de investigación para ayudar en la consecución de resultados 

significativos para la recogida y eliminación de los residuos domésticos lo que 

conduce a un medio ambiente más limpio adecuado. 

Un aporte de esta investigación, es el uso de nuevas tecnologías como 

Firebase para la conexión con datos persistentes, puesto que estos dan mucha más 

rapidez a la hora de consultar datos. 

Antecedentes nacionales 

Hasan (2017), en la tesis denominda Sistema inteligente de gestión de residuos 

sólidos con IO afirma que: 

Los procesos de crecimiento demográfico, en paralelo a los altos niveles de 

consumo que experimenta cualquier sociedad, cuáles son los factores que 

incrementan la producción de residuos sólidos domiciliarios y traen consigo 

ellos una interrupción del ciclo de vida natural. Esta situación se produce por 

un desajuste entre su ciclo de vida y el patrón de ocupación del espacio urbano. 

Por eso, este estudio diseña una metodología que, entre las funciones de la 

gestión ambiental urbana, integra el ciclo de vida de los residuos domésticos 

en el uso del suelo, la estructura y la morfología dominante. También contiene 
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medidas correctivas para apoyar la participación social en el reconocimiento y 

clasificación de las consecuencias más importantes asociadas y normas para 

los sistemas naturales. (p. 9) 

En conclusión, se justifica el desarrollo de esta investigación en un contexto 

territorial para el tratamiento de los fenómenos ambientales, reconociendo la 

naturaleza de los diversos componentes y procesos involucrados. El análisis permite 

comprender los fenómenos y procesos que caracterizan el origen y la esencia de la 

gestión ambiental urbana de los residuos domésticos para encontrar explicaciones 

científicas adecuadas a la relación entre sociedad, naturaleza y medio ambiente. La 

metodología para desarrollar de la investigación combina elementos de análisis 

cualitativo y cuantitativo para obtener información de fuentes primarias y secundarias. 

Se trabajó con categorías geográficas espaciales y territoriales y conceptos o 

enfoques dialécticos materialistas para posibilitar el análisis del objeto de 

investigación en su proceso de desarrollo. 

El aporte de esta investigación, es la metodología utilizada la cual es la más 

acorde con nuestra tesis. 

Vela (2016), en la tesis denominada Caracterización de los residuos sólidos 

domésticos en la ciudad de santo tomás, bases para su manejo adecuado, San Juan,  

afirma que: 

La problemática relacionada con el crecimiento de la población humana casi 

en proceso de transformación y desarrollo industrial, y a partir de los hábitos 

de consumo de individuos el manejo de los residuos sólidos se realiza de 

manera inadecuada a partir del lugar de generación, separación, recolección, 

transporte y disposición final, cuyos procesos desde el hijo cambiaron las 

actitudes impropias que la población adquiere en sus hogares hacia el 
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enajenante de manera inapropiada. A los residuos que se generan, estas 

actitudes han contribuido a la contaminación del medio ambiente. (p. 9) 

En conclusión, el desarrollo de esta investigación se justifica en la generación 

de información inicial a partir de la caracterización de los residuos sólidos domiciliarios 

generados por y para las familias para caracterizar la composición entre sólidos 

orgánicos e inorgánicos, la generación de la familia, para la generación de los 

pobladores , etc., por lo que la información generada podrá ser utilizada para mejorar 

el manejo de los residuos sólidos en esta zona del mencionado corregimiento del 

municipio de San Juan Bautista, donde permitirá determinar la generación de la 

familia y los costos que genera. 

El aporte principal de esta investigación, es la caracterización de residuos 

sólidos domiciliarios, así como la repercusión que tienen hacia la conformidad de los 

habitantes de los diferentes distritos del Perú. 

Corimanya Quispe et al. (2018) En esta tesis denominada Plan de Negocio 

para Brindar una Plataforma Integradora en el Proceso de Recopilación de Material 

Reciclable en los Distritos de Jesús María, Miraflores y San Borja explica el desarrollo 

de un plan de negocio para realizar una plataforma integrada del proceso de 

recopilación de materiales de reciclaje en los distritos de Jesús María, Miraflores y 

San Borja, Perú 2018, que realiza el reciclaje de manera manual el recojo de residuos 

sólidos, el cual esta investigación se centra en el proceso de recolección de residuos 

sólidos, el cual permite convertir en residuos sólidos desechado en un material útil 

para un determinado consumo.  

Asimismo como conclusión, el desarrollo de esta investigación está justificada 

metodológicamente en un modelo estratégico que sirve para incluir lo digital a tu plan 

de negocio como un proceso de recolección y de crecimiento de esta; y que se enfoca 
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en distinguir el problema y convertirlo en una manera eficiente de reciclar y de trabajar 

al momento de reciclar los materiales; que será capaz dar un enfoque al mercado 

mediante una investigación y análisis estratégico para luego dar un plan de marketing 

y poder optar por los cambios realizados mediante los reportes convertidos en un plan 

de TI por ello mediante este desarrollo se puede apreciar que el primer año no se 

generan ganancias para la empresa después del primer año se podrá ver la 

generación de ganancias para la empresa. 

El aporte de esta investigación, es la forma efectiva para la reducción de 

tiempos usados en la identificación de incidencias de residuos sólidos y su alto 

impacto que tuvo en los 3 distritos en cuestión. 

Ascanio (2017) en esta tesis denominada Plan de manejo de residuos sólidos 

urbanos para el distrito de el tambo según las recomendaciones de la agenda 21 

explica el desarrollo proponer un plan de gestión de residuos sólidos urbanos para el 

distrito de El Tambo, teniendo en cuenta en particular las áreas de la Agenda 21, con 

referencia a la minimización de residuos sólidos y la maximización de la reutilización 

y reciclaje de residuos sólidos. 

Asimismo, como conclusión, el desarrollo de esta investigación resultados 

obtenidos se puede mencionar la producción total de residuos sólidos producidos en 

el distrito de El Tambo, se tiene un total de 97,168.36 Kg/ diarios, de los cuales el 79 

% corresponde a residuos orgánicos y 21 % a residuos inorgánicos, asimismo se 

advirtió una generación per cápita de 0.659 % Kg/Hab/día. 

Un aporte de esta investigación es la clasificación de los residuos sólidos el 

cual lo menciona de acuerdo a una generación per cápita. 
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2.2. Desarrollo de la temática correspondiente al tema investigado 

Incidencia 

La Information Technology Infrastructure Library (ITIL, 2019) define como 

incidencia o incidente a cualquier evento que no sea parte del normal funcionamiento 

del servicio y que cause o pueda causar una interrupción del mismo o una merma en 

la calidad del mismo. Uno de los principales objetivos de ITIL es reanudar las 

operaciones normales lo más rápido posible, con el menor impacto posible en el 

negocio y el usuario, al menor costo posible. 

Cuando un incidente se considera grave, se puede crear un registro de 

problemas. La gestión de problemas es diferente a la gestión de incidentes, se 

desarrolla en un equipo de trabajo diferente y está controlada por la gestión de 

problemas. Cuando se ha identificado un problema y no se conoce la solución, el 

problema se convierte en un "problema conocido". Después de identificar la causa del 

problema, se convierte en un "error conocido"(ITIL, 2019). 

Proceso de una incidencia 

El proceso habitual que sufre una incidencia, según ITIL (2019), es: En primer 

lugar, un usuario o varios sufren un impacto en el proceso habitual que tiene, esto 

ocasiona la detección de una incidencia, dando a lugar que se haga un registro. A 

continuación, se debe priorizar que impacto o urgencia es la más resaltante, para 

poder resolver en primera instancia; esto con la finalidad de reducir los tiempos de 

atención, conforme se haya planteado en las reglas de negocio. 

Inicialmente, se identifican, analizan y diagnostican los síntomas de las 

incidencias reportadas, esto para determinar la ubicación de esta y ver que posibles 

soluciones se pueden realizar, ocasionando la creación de mecanismos para agilizar 

soluciones oportunas en el proceso especifico. La rápida solución es sumamente 
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crítica, lo importante es mejorar la satisfacción del usuario, para luego agregarla en la 

base de conocimiento para a futuro disminuir los tiempos de respuesta frente a 

incidencias similares. Luego de reestablecer el servicio y que el usuario que realizó el 

reporte que confirme la solución del problema, se cierra las incidencias documentando 

detalladamente todo el proceso de la gestión de incidencias. A continuación, se 

mostrará un diagrama de contexto del proceso de incidencias: 
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Figura 6 

Diseño contextual de una incidencia 

  



38 

 

 
 

Figura 7 

Proceso de reporte de incidencias 

 

Nota: En la figura, se aprecia el flujo del proceso de una incidencia reportada. Tomado de Jensen 

A. y Winston Yu, 2015. p. 4. 

 

https://lens.org/120-917-469-953-788
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Figura 8 

Detección de falsas incidencias reportadas 

 

Nota: En la figura, se aprecia el flujo del proceso clasificación de una 

incidencia reportada. Tomado de Jensen A. y Winston Yu, 2015. p. 6. 

https://lens.org/120-917-469-953-788
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Priorización 

El proceso se realiza al recibir una entrada de informe electrónico asociada con 

un incidente o individuo, categorizar la entrada de informe electrónico con un motor 

coincidente y una base de datos basada en un identificador de persona, el motor 

coincidente configurado para asignar uno o más atributos de categorización 

correspondientes a la frecuencia o prioridad del incidente o individuo, y generar una 

instrucción de provisión de alertas a uno o más dispositivos de cuidador 

especializados en función de uno o más atributos de categorización (Jensen y 

Winston, 2015). 

Clasificación 

El proceso se realiza al recibir una entrada de informe electrónico asociada con 

un incidente o individuo, categorizar la entrada de informe electrónico con un motor 

coincidente y una base de datos basada en un identificador de persona, el motor 

coincidente configurado para asignar uno o más atributos de categorización 

correspondientes a la frecuencia o prioridad del incidente o individuo, y generar una 

instrucción de provisión de alertas a uno o más dispositivos de cuidador 

especializados en función de uno o más atributos de categorización (Jensen y 

Winston, 2015). 

Residuos sólidos 

Los desechos sólidos son cualquier material de desecho que son abandonados 

considerados residuos. Los desechos sólidos pueden incluir cualquier tipo de 

materiales sólidos líquidos, semi sólidos o gaseosos. Los desechos sólidos también 

consisten en artículos que se usan y luego se descartan para su disposición a través 

de vertederos, reciclaje o compost. Una proporción sustancial de los desechos sólidos 

generados es generada por la industria de servicios de alimentos, incluidos los 
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restaurantes, así como otros negocios, como hospitales que incluyen cafeterías. 

Convencionalmente, tales empresas intentan implementar programas de reciclaje o 

compostaje para los desechos sólidos. Convencionalmente, tales negocios 

posicionan receptáculos individuales de residuos sólidos de modo que cada 

receptáculo individual de residuos sólidos se designe para cada tipo de método de 

disposición. Por ejemplo, un receptáculo de desechos sólidos del vertedero está 

designado para artículos de desechos sólidos que requieren un vertedero para su 

eliminación, un reciclaje sólido residuos receptáculo se designa para desecho sólidos 

que requieren una planta de reciclaje para su disposición, y un compostaje residuos 

sólido se designa para desecho sólidos que requieren un centro de compost para su 

disposición. Convencionalmente, tales negocios etiquetan cada recipiente individual 

de desechos sólidos para indicar qué desechos sólidos deben distribuirse en cada 

recipiente individual de desechos sólidos (Rathore y  Rathore, 2016). 

Clasificación 

En muchos países europeos, la segregación de residuos ya se ha introducido: 

Los residuos sólidos se dividen en grupos como plástico, metal, vidrio y orgánico / bio. 

El uso de automático selectivo de técnicas para estos grupos es más fácil que para 

los residuos sólidos municipales (RSU). Desafortunadamente, una gran parte de los 

desechos todavía se recolecta en forma de manera desorganizada, Es por eso que 

los países se esfuerzan por la reprocesamiento más eficaz de los residuos. materiales 

Para hacer esto, la basura debe clasificarse efectivamente en individuos facciones y 

materiales. Por lo tanto, una tarea importante es aislar a los individuos (Bobulski y 

Kubanek, 2019). 
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Figura 9 
Etiquetado de residuos sólidos 

 
Nota: En la figura, se observa los distintos tipos de platicos. Tomado de Bobulski, J. y 

Kubanek, M, 2019. p. 351. 

 

En los desechos domésticos, una parte importante está ocupada por 

elementos plásticos, y dentro de él se pueden distinguir cuatro tipos dominantes: PET, 

HDPE, PP, PS. Desafortunadamente, En esta etapa del reciclaje, no hay división en 

tipos individuales de plástico y a menudo terminan en un grupo de desechos plásticos. 

Bobulski y Kubanek (2019) proponen utilizar una cámara digital y una 

computadora con software para clasificar desperdicios sólidos. Por el contrario, se 

utiliza una corriente de aire para dirigir los desechos a un contenedor específico, 

suponiendo que los residuos se transportarán por separado en la cinta transportadora. 

El software utilizado en este sistema utiliza técnicas de procesamiento de imágenes. 

en el proceso de preprocesamiento de imagen. Red neuronal de convolución y el 

aprendizaje profundo se utiliza para reconocer objetos.  

  



43 

 

 
 

 Figura 10 

Sistema propuesto para la clasificación de residuos en Polonia

 

Nota: En la figura, se observa el proceso de clasificación de los distintos tipos de platicos. Tomado 

de Bobulski, J. y Kubanek, M., 2019 p. 354. 

 

Reconocimiento de imágenes 

El reconocimiento de imágenes se puede definir como un patrón de objetos el 

cual es recibido por un dispositivo de entrada, objeto o imagen. Además, se 

representa como una función matemática para definir densidades o símbolos. A estas 

estructuras se les llama representaciones de la información. (Mendieta, 2003). 

Con los conceptos mencionados antes se define que el proceso de 

reconocimiento de patrones como la creación de nuevas presentaciones o el cambio 

de representaciones.  

Un factor importante para lograr el reconocimiento de imágenes es esencial la 

extracción de características, para lograr un cierto grado de independencia de las 

características a la rotación y a la escala se pueden tomar dos enfoques: un primer 

https://doi.org/10.1007/978-3-030-20518-8_30
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enfoque es transformar la imagen, esto significa rotarla y escalarla para hacerla lo 

más similar posible a un patrón estándar, después de esto se pueden extraer 

características numéricas de la imagen (García, 2014). 

Lo mencionado previamente se puede observar en el gráfico que se muestra 

a continuación:  

Figura 11 

Categorización de un reconocimiento visual 

 

 

Una de las características más utilizadas y de mayor impacto en sistemas de 

información en la actualidad es el reconocimiento de imágenes, el cual se caracteriza 

por tener inteligencia al extraer características de una imagen. Desde una perspectiva 

de sistema se puede clasificar en tres clases: Los que trabajan con imágenes 

estáticas, los videos con alta resolución y las imágenes en tercera dimensión es muy 

relevante aclarar que es muy difícil comparar estas tres clases de detección, ya que 

para cada una de esas clases se aplican diferentes tipos de patrones de 

reconocimiento (Arguello, 2011). 
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Proceso de reconocimiento de imágenes 

Es posible identificar la escena mediante reconocimiento de imágenes o 

mediante la estimación de la posición. También es posible encontrar sistemas que 

realicen una combinación de ambas en función de la situación. A este tipo de 

identificación se le denominara hıbrida. Dentro de cada uno de estos dos conjuntos 

de técnicas se pueden encontrar diversas variaciones que dependerán en gran medida 

de las prestaciones que deba ofrecer el sistema así como de sus posibilidades 

técnicas (Beltran, 2011). 

Todo lo expresado por Beltrán, se puede observar en el siguiente gráfico el 

cual explica los pasos para llegar al reconocimiento de imágenes. 

 

Figura 12 
Proceso de reconocimiento de imágenes 

 

 

Etapas de procesamiento 

Se puede analizar una imagen para determinar la altura, el peso, el género, la 

edad, el color del cabello, el color de los ojos, la plantilla facial, el tamaño del rostro, 

las prendas de vestir que usa el individuo (incluidos los colores o logotipos asociados 

con ellos) , otras características distintivas visualmente perceptibles del individuo, que 

incluyen un número de babero, un número de camiseta, un código de barras, un 
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código QR o un patrón similar que puede ser detectable en una imagen de un 

individuo, o combinaciones de los mismos. 

Según García (2014) como principales etapas del proceso de reconocimiento 

de imágenes se consideran las siguientes: 

Escala de grises 

Según García (2014) esta etapa es la más relevante para tratar, analizar o 

reconocer imágenes, por lo que es más conveniente transformar una imagen a nivel 

de escala de grises. 

Filtrado de imagen 

García (2014) comentó  que: 

Para realizarlo es necesario reducir la amplitud que tienen los pixeles alrededor 

de la imagen, de esta forma las variaciones rápidas de intensidad pueden ser 

suavizadas por una transición más gradual. La función matemática más usada 

para este proceso es Gaussian blur. (p. 28) 

Figura 13 
Función Gaussian blur de dos dimensiones

 
 

La “x” es la distancia desde el origen en el eje horizontal, “y” es la distancia del 

origen hasta el eje vertical y “σ” es la desviación estándar. 

Canny 

García (2014) comenta que: 

Este proceso se basa en el algoritmo de Canny fue desarrollado por John F. 

Canny en 1986, el principal objetivo de este proceso es detectar bordes 
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considerando los siguientes puntos: Buena detección de bordes, buena 

localización unidireccional y respuesta mínima efectiva. (p. 83) 

Figura 14 
Imagen en el proceso de Canny 

 
Nota: En la figura, se observa una IA basada en el 

reconocimiento de bordes. Tomado de García, P, 

2014, p. 31. 

 

Machine learning 

En los últimos años, el paradigma computacional de machine learning y datos 

de análisis a gran escala ha comenzado a moverse hacia masivamente grandes 

sistemas distribuidos, que comprende individualmente pequeñas y poco fiables nodos 

computacionales (gama baja, los productos básicos de hardware). Específicamente, 

los sistemas distribuidos modernos como apache spark y computacionales como 

mapreduce han ganado significantes de tracción, ya que permiten la ejecución de las 

tareas de producción a gran escala de tamaños de datos del orden de terabytes. La 

columna vertebral de estas plataformas grandes y complejos se compone de tres 

capas funcionales: una capa computacional; una capa de comunicación (para mover 

datos en todo el sistema, según sea necesario); y una capa de almacenamiento. Con 

el fin de desarrollar e implementar soluciones sofisticadas y hacer frente a los 

problemas a gran escala en la máquina el aprendizaje activo, la ciencia, la ingeniería 

y el comercio, es importante para entender y novedoso optimizar y complejas 

compensaciones a través de las múltiples dimensiones de computación, 
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comunicación, almacenamiento, y la exactitud de los resultados. Además, dada la 

naturaleza impredecible de forma individual de los nodos de cálculo en estos 

sistemas, nos enfrentamos al reto de asegurar rápido y de alta calidad resultados 

algorítmicos en la cara de incertidumbre. Esto, junto con el alto nivel de complejidad 

y heterogeneidad del hardware componente, introduce significantes nos encontramos 

ante el reto de asegurar rápido y de alta calidad resultados algorítmicos en un contexto 

de incertidumbre. Esto, junto con el alto nivel de complejidad y heterogeneidad del 

hardware componente, introduce significantes nos encontramos ante el reto de 

asegurar rápido y de alta calidad resultados algorítmicos en un contexto de 

incertidumbre (Lee et al., 2016). 

Esto, junto con el alto nivel de complejidad y heterogeneidad del hardware 

componente, introduce significativos retrasos que representan un cuello de botella 

clave para alcanzar las aceleraciones prometidos de estos grandes sistemas (Lee et 

al., 2016). 

Aprendizaje distribuido automático 

El papel de los códigos en la prestación de la resistencia contra el ruido se ha 

estudiado durante décadas en varios otros contextos de ingeniería, y es parte de 

nuestra infraestructura de todos los días (smartphones, ordenadores portátiles, Wi-Fi 

y sistemas móviles, etc.) (Lee et al., 2016). 
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Figura 15 
Diagrama conceptual del flujo de algoritmos distribuidos 

 

Nota: En la figura, se observa la distribución sobre la comunicación de datos. Lee et al., 

2016. p. 15. 

 

 

Puede ser visto como la recepción de datos de entrada, almacenándose en 

nodos distribuidos, la comunicación de datos por la red distribuida, y luego calcular 

localmente una función en cada nodo distribuido. Los principales cuellos de botella en 

esta ejecución (comunicación, rezagados, fallos del sistema) pueden todos ser 

abstraídos de distancia mediante la incorporación de una noción de retrasos entre 

estas fases. 
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Figura 16 
Diagrama conceptual de las fases de computación distribuida 

 

Nota: En la figura, se observa la distribución de la comunicación de datos. Lee et al., 

2016. p. 16. 

 

Con el fin de maximizar el rendimiento del sistema, es necesario identificar y 

acelerar el núcleo bloques de construcción de algoritmos distribuidos. Identificamos 

dos bloques básicos correspondientes a las fases de comunicación y computación 

que creemos que son primitivas clave en una gran cantidad de datos distribuidos de 

procesamiento y algoritmos de aprendizaje automático: el cálculo de funciones 

lineales y ING datos shuf. Destacamos estas dos aplicaciones que solicitan 

candidatos donde las ideas de la teoría de la codificación pueden mejorar 

significativamente el tiempo total de ejecución de algoritmos distribuidos, reduciendo 

al mínimo los retrasos y la superación de los cuellos de botella (Lee et al., 2016) . 

Sistema deep learning (DL) 

Un sistema DL ser cualquier sistema de software que incluye al menos un 

componente de deep red neuronal (DNN). Tenga en cuenta que algunos sistemas DL 

podrían comprender únicamente DNNS (por ejemplo, auto-conducción DNNS de 

automóviles que predicen ángulos de dirección sin reglas manual), mientras que otros 
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pueden tener algunos componentes DNN que interactúan con otros componentes de 

software tradicionales para producir la salida final (Pei et al., 2019). 

Arquitectura DNN 

DNNS se inspiran en los cerebros humanos con millones de neuronas 

interconectadas. Ellos son conocidos por su sorprendente capacidad para 

automáticamente identificar y extraer las características de alto nivel pertinentes de 

entradas primas sin ningún tipo de orientación humana, además de los datos de 

entrenamiento etiquetados. En los últimos años, DNNS han superado el rendimiento 

humano en muchos campos de aplicación debido a la creciente disponibilidad de 

grandes conjuntos de datos, hardware especializado, y los algoritmos de formación 

eficaces (Pei et al., 2019). 

Figura 17 

Comparación entre los procesos de desarrollo de sistemas tradicionales y ML 

 

Nota: En la figura, se observa la diferencia de un sistema tradicional de clasificación y uno con 

ML integrado. Pei et al., 2019. p. 139. 

Los desarrolladores especifiquen clara lógica del sistema, mientras que DNN 

aprende la lógica de los datos de entrenamiento. Conexión entre las neuronas. Para 

el aprendizaje supervisado, los pesos de las conexiones son aprendidas durante el 

entrenamiento minimizando una función de coste en los datos de entrenamiento a 

través de descenso de gradiente. Cada capa de las transformadas de red la 

información contenida en su entrada a una representación de alto nivel de los datos. 
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Por ejemplo, considere una red pretrained como se muestra en la clasificación de 

imágenes en dos categorías: las caras humanas y coches. Las primeras capas 

ocultas transforman los valores de los píxeles en bruto en la textura de bajo nivel de 

características tales como bordes o colores y les dan de comer a las capas más 

profundas. Los últimos capas, a su vez, extraer y montar las abstracciones de alto 

nivel significativas, tales como la nariz, los ojos, las ruedas y faros para tomar la 

decisión de clasificación (Pei et al., 2019). 

ASYNC: Machine learning 

Asincronía se implementa para mejorar la tasa de convergen y el tiempo de 

disolución de métodos de optimización en plataformas clustercomputer con máquinas 

lentas (rezagados). En la optimización distribuida, los trabajadores calculan los 

gradientes locales de la función objetivo y luego comunicar los gradientes calculados 

al servidor. Para pasar a la siguiente iteración del algoritmo, el servidor actualiza los 

parámetros del modelo compartidos con las gradientes recibidas, transmite el 

parámetro de modelo más reciente, y los horarios de nuevas tareas. En la 

optimización asíncrono, el servidor puede continuar con la actualización y difusión de 

los parámetros del modelo sin tener que esperar a que todas las tareas de los 

trabajadores para completar. Esta asincronía permite que el algoritmo para el 

progreso maquillaje en presencia de rezagados que se conoce como un aumento en 

hardware eficiencia. Sin embargo, estos avances en la computación tienen un costo, 

la asincronía añade inevitablemente (Soori et al., 2019). 
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Figura 18 

Demuestra una vista general del motor ASYNC. Pei, Cao, Yang y Jana, 2019 

 

Nota: En la figura, se observa la diferencia de un sistema tradicional de clasificación y uno con ML 

integrado. Pei et al., 2019. p. 139. 

Es un marco, construido en la parte superior de la chispa, para la 

implementación y ejecución de la asincronía y la historia en algoritmos de 

optimización, conservando el mapa-reducir modelo, la escalabilidad y la tolerancia de 

los motores de clúster de computación del estado de la técnica de fallos (Soori et al., 

2019). 

Ley Nº 28611 - Ley general del ambiente 

Ley que establece las obligaciones, atribuciones y responsabilidades para los 

habitantes y entidades municipales en su conjunto, para garantizar la gestión y 

manejo de los residuos sólidos, el cual poder vivir en una cultura ambientalmente 

adecuada, con sujeción a los principios de minimización, prevención de riesgos 

ambientales y protección de la salud y el bienestar de la persona humana (MINAM, 

2013). 
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Ley de gestión integral de residuos sólidos 

Aprobada en el 2016, mediante el decreto legislativo N° 1278, regula la gestión 

integral de residuos sólidos y se aplica a las actividades, procesos y operaciones de 

la gestión y manejo de residuos sólidos, desde la generación hasta su disposición 

final, incluyendo las distintas fuentes de generación de dichos residuos, en los 

sectores económicos, sociales y de la población. Asimismo, comprende las 

actividades de internamiento y tránsito por el territorio nacional de residuos sólidos 

(MINAM, 2013). 

Roles de los municipios 

Según la MINAM (2016), la ley de gestión de residuos sólidos, establece las 

responsabilidades que tiene los municipios, entre los que destacan: 

Responsabilidad del servicio de recolección, transporte y disposición final 

segura de los residuos sólidos a todos los habitantes. 

Desarrollar una cultura ambiental a los habitantes puesto que son las 

entidades encargadas de dar el servicio de recolección, transporte y disposición final 

segura de los residuos sólidos.  

Firebase y Google Maps 

Firebase 

Firebase es una plataforma que los desarrolladores pueden ayudar en el 

desarrollo de aplicaciones de alta calidad. almacena los datos firebase en el formato 

de notación de objetos JavaScript (JSON) que no utiliza las consultas para insertar, 

actualizar, eliminar o añadir datos a la misma. JSON es el backend del sistema que 

se utiliza como una base de datos para almacenar datos (Ariprasasmita et al., 2019). 
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Api 

API o interfaz de programación de aplicaciones no es sólo un simple conjunto 

de clases y métodos o funciones y firmas. API tiene un objetivo principal para superar 

la "desorientado" en el desarrollo de software de gran tamaño, a partir de algo simple 

a lo complejo y es un comportamiento componente que es difícil de entender. En 

general, API o interfaz de programación de aplicaciones se puede definir como un 

enlace entre el software a otro software (Ariprasasmita et al., 2019). 

Api de Google Maps 

Google Maps ofrece una API para crear aplicaciones basadas en web o 

aplicaciones basadas en móviles. Android como una aplicación basada en Mobile 

permite a los desarrolladores integrar mapas de Google con las aplicaciones y 

proporcionar funciones como la visualización de ubicaciones en forma de mapas, 

mostrando diferentes rutas en el mapa, etc. La ventaja de ello en Android es que 

puede apoyar los procesos que utilizan la tecnología GPS coordinar en tiempo real 

(Ariprasasmita et al., 2019). 

  



56 

 

 
 

Integración de Google Maps y Firebase 

Figura 19 

Vista General de la integración de firebase y google maps 

 

Nota: En la figura, se observa el sistema de información integrada por Google Maps y 

Firebase. Ariprasasmita et al., 2019. p. 410. 

 

Esta visión general del sistema de información integrada por Google Maps y 

Firebase, que es una explicación de los procesos de gestión que se implementan en 

el sistema. Solicitar datos enviados por el administrador se llevan a cabo mediante el 

uso de un equipo servidor que está conectado a internet. Mientras tanto, los datos de 

petición enviados por los fotógrafos y los consumidores se llevan a cabo mediante el 

uso de un móvil android que está conectado a internet. Todos los resultados de los 

datos de la solicitud hechas por admin, los fotógrafos y los consumidores serán 

almacenados en un servidor de base de datos que está conectado a internet, y se 

distribuye de nuevo en la forma de respuestas mediante el uso de servicios de 

terceros, como Google Maps y Firebase (Ariprasasmita et al., 2019). 

Los sistemas de información de comercio electrónico utilizando la API de 

Google Maps como proveedor de Sistemas de Información Geográfica se llevó a cabo 
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con anterioridad por Santos en 2017. El resultado de este estudio es pyle: 

aplicaciones de comercio electrónico basado en la Web El uso de Sistemas de 

Información Geográfica. Este estudio contribuye como una referencia en el desarrollo 

de sistemas de comercio electrónico y las API de Google Maps (Ariprasasmita et al., 

2019). 

Figura 20 

Arquitectura de sistema de notificación. 

 
Nota: En la figura se observa un sistema de notificaciones tradiconal de mensaje. Tomado 

de Heryandi, 2018, p. 4. 

Arquitecturas y la comparación Google message e firebase cloud message 

La arquitectura de WS, GCM y FCM. Todos ellos están diseñados para el 

intercambio de mensajes, pero a diferencia de WS que sigue el paradigma clásico de 

la comunicación cliente-servidor, GCMand FCM forzar a todos los mensajes a pasar 

a través de los servidores (gestionado por Google), haciéndolos distinta en términos 

de arquitectura y, por supuesto, fuera de la cuenta. Estas diferencias probablemente 

se deben implicar una diferencia en el rendimiento. Por otro lado, estos mismos 

servidores permiten GCM y FCM para proporcionar servicios de valor añadido, tales 

como la tecnología push, encriptación de datos y mensajes plegables. Que no pueden 
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ser directamente proporcionada por cualquier WS. Sin embargo, con el fin de 

comparar estos servicios sobre una base justa, se utilizó un escenario de prueba 

común compuesto por un terminal móvil y un servidor de datos. El móvil, utilizando 

los servicios antes mencionados, envía un bloque de datos al servidor que a su vez 

envía de vuelta el mismo bloque de datos. (Albertengo et al., 2019). 

GCM 

GCM es un servicio proporcionado y mantenido por Google. Aunque no se 

recomienda para las nuevas aplicaciones, que permite a los desarrolladores 

intercambiar mensajes entre un único servidor y uno o más dispositivos de cliente. 

GCM maneja todos los aspectos de la mensajería, incluyendo la puesta en cola, la 

entrega y el direccionamiento. Es completamente libre de utilizar para los dispositivos 

cliente desarrolladores y admite la ejecución de Android, iOS y Chrome. Los mensajes 

pueden enviarse aguas abajo (es decir, desde el servidor a los clientes) o aguas arriba 

(es decir, de un cliente al servidor) (Albertengo et al., 2019). 

 

Figura 21 

Arquitectura general de google cloud messaging 
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FCM 

FCM es una solución de plataforma cruzada para los mensajes y Notificaciones 

para Android, Ios y aplicaciones web. FCM es suministrada por Firebase, una 

compañía ahora propiedad de Google. La infraestructura central de FCM hereda 

GCM, pero simplificada fi ca el desarrollo del lado del cliente (por ejemplo, los 

desarrolladores ya no hay necesidad de escribir su propia lógica de registro o 

suscripción de volver a intentar en la aplicación cliente). La mayoría de lo que se ha 

dicho anteriormente acerca de GCM sigue siendo cierto para FCM. Los mensajes de 

manera FCMhandles es muy similar a GCM excepto en este caso los mensajes pasan 

a través de los servidores FCM en lugar de los servidores de conexión GCM. Aunque 

GCM no ha sido desaprobado por Google hasta el momento, se recomienda a los 

desarrolladores para actualizar sus aplicaciones a la FCM (Albertengo et al., 2019). 

Figura 22 
Arquitectura general de firebase cloud messaging 

 
 

Infraestructura tradicional vs. Firebase infraestructura 

Base de datos SQLite: Hay una gran demanda de Bases de Datos en Tiempo 

Real de los clientes hoy en día. Una base de datos en tiempo real es un sistema de 

base de datos que utiliza un procesamiento en tiempo real a las cargas de trabajo de 
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la manija cuyo estado está en constante cambio. Casi la mayoría de las bases de 

datos utiliza las llamadas síncronas para realizar operaciones de base de datos, que 

significa a menos que las primeras llamadas de consulta terminan siguiente llamada 

no se puede hacer, esto puede llevar a un punto muerto en cierta situación, Por 

ejemplo, si tenemos una aplicación que necesita 10 operaciones de base de datos en 

la misma tabla, Si primera llamada falla debido a alguna razón en ese escenario el 

resto no se ejecutarán 9 llamadas. En cada base de datos de la aplicación tiene que 

llamar a los datos después de un cierto intervalo de tiempo para mantener 

consistencia esto aumenta el uso de la red. Muchas veces las llamadas bases de 

datos se pierden porque no hay ninguna garantía de que este tipo de llamadas se ha 

podido recuperar datos únicos (Wadkar y Patil, 2018). 

Figura 23 
Llamadas y respuestas tradicionales en una BD convencional 

 
Nota: En la figura se observa la repsentación tradicional de una base de datos. Tomado 

de Wadkar y Patil, 2018, p. 3. 

 

Firebase da la base de datos en tiempo real, en la base de fuego se almacenan 

los datos como JSON y sincroniza de forma continua a cada cliente asociado Esto 

significa que la necesidad del cliente no tiene que hacer una llamada en busca de 

cambios de datos, base de fuego toma la iniciativa y notificar a la aplicación cada vez 

los datos se cambia este medio a no ser que los datos en el servidor GET cambió 
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ninguna llamada o respuesta se hará lo que conduce a una utilización óptima del 

ancho de banda (Wadkar y Patil, 2018). 

Figura 24 

Representa firebase realtime base de datos 

 
Nota: En la figura se observa la no necesidad de hacer un llamado a la aplicación para que los 

datos cambien. Tomado de Wadkar y Patil, 2018, p. 3. 

 

Reconocimiento convencional 

Figura 25 
Reconocimiento convencional 

 

Nota: En la figura se observa la arquitectura de las celdas de un reconocimiento convencional 

de imágenes. Tomado de Zoph et al., 2018, p. 5. 
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Las arquitecturas resultantes se aproximan o superan por el estado de 

rendimiento de la técnica en tanto conjuntos de datos con la demanda menos 

computacional que las arquitecturas diseñadas humano. Los resultados son 

particularmente importantes porque muchos problemas de visión por ordenador (por 

ejemplo, la detección de objetos, la detección de caras, localización de la imagen) 

características de la imagen de derivar las arquitecturas de IMAGEnet modelos de 

clasificación. Por ejemplo, se encuentra que la imagen dispone de obtenida de utiliza 

en combinación con el marco más rápido logra resultados de detección de objeto del 

estado de la técnica (Zoph et al., 2018). 

Figura 26 
Reconocimiento detallado de machine learning 

 
Nota: En la figura se observa el proceso del reconocimiento detallado de 

una imagen. Tomado de Zoph et al., 2018, p. 5. 

 

La idea de este modelo es diseñar un espacio de búsqueda que desacopla la 

complejidad de una arquitectura de la profundidad de una red. Este espacio de 

búsqueda resultante per- mite la identificación de buenas arquitecturas en un pequeño 
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conjunto de datos y la transferencia de la arquitectura aprendido a clasificaciones a 

través de una gama de datos y escalas computacionales. (Zoph et al., 2018). 

Taxonomía Machine Learning (ML) 

Tipos de paralelismo de datos utilizado en co-aprendizaje.: paralela - 

modalidades son del mismo conjunto de datos y hay una correspondencia directa 

entre instancias; no paralela -modalidades son de diferentes conjuntos de datos y no 

tienen casos se solapan, pero la superposición de categorías o conceptos generales; 

híbrido instancias o conceptos -los están puenteados por una tercera modalidad o un 

conjunto de datos (Baltrusaitis et al., 2019). 

Figura 27 

Tipos de paralelismo co-aprendizaje. 

 

Nota: En la imagen se observa los tipos de paralelismo utilizados en el co aprendizaje para el 

reconocimiento de una imagen. Tomado de Baltrusaitis et al., 2019, p. 436. 
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Figura 28 

Visión general de basada en ejemplos.

 

Nota: En la figura se observa la traduccucción multimodal de las imágenes. Tomado de 

Baltrusaitis et al., 2019, p. 429. 

Figura 29 

Visión general de basada en generativos. 

 

Nota: En la figura se observa un modelo de traducción en un diccionario de imágenes 

para su reconocimiento. Tomado de Baltrusaitis et al., 2019, p. 429.  
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Figura 30 
Proceso de discriminación de imágenes reportadas
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Gestión de residuos sólidos municipales 

La gestión de residuos sólidos municipales representa un desafío ambiental, 

fiscal y social cada vez más importante para las ciudades. La comprensión de los 

patrones de comportamiento de la generación de residuos municipales en las escalas 

de hogares y edificios es un componente crítico del enrutamiento de recolección 

eficiente y el diseño de incentivos para fomentar el reciclaje y el compostaje 

(Kontokosta et al., 2018). 

Sin embargo, las estimaciones de alta resolución espacial de residuos de 

construcción y reciclaje se han visto limitadas por la falta de datos granulares para 

propiedades individuales.Las principales responsables de manejo de residuos sólidos 

recaen en la mayoría de gobiernos y regulaciones locales, realizada a nivel mundial 

enfocándose que la mayoría de ciudades tienen reglas y regulaciones de para el 

manejo de estos (Kaza et al., 2018). 

Los planes que se realizan a nivel nacional permiten comprender la manera 

integral, así como objetos futuros y el plan de acciones detallados que tiene, tal como 

se muestra en el siguiente gráfico: 

Figura 31 

Gráficos de Conciencia Ambiental Mundial 

 

Como se observa en la figura 31 se puede observar que el mayor porcentaje 

de ciudades que contemplan un mejor plan de residuos sólidos son los que se 
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encuentran en la parte norte del continente de americano, esto se puede ver 

plasmado de una manera muy subjetiva en (Kannangara et al., 2018) el cual nos 

demuestra como el uso de algoritmo de aprendizaje puede generar modelos de 

desechos con un buen rendimiento de predicción, los modelos de redes neuronales 

tuvieron un mejoramiento, que muestra un cambio de 72% en los datos. 

Figura 32 

Modelo de incidencias canadiense. 

 

Complementando el modelo anterior, ahora presentaremos (Johnson et al., 

2017) el modelo que se utiliza en la ciudad de Nueva York, el cual luego de obtener 

información sobre incidencias de residuos sólidos durante el periodo de 2005 y 2011, 

un conjunto de datos externos a la ciudad como la dinámica de trabajadores y los 

datos sobre el uso primario de la tierra; esto genero un modelo que identifica los 

lugares más regulares en los cuales existe la posibilidad que se encuentren residuos 

sólidos urbanos. Por consiguiente, graficaremos este modelo: 
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Figura 33 
Modelo de incidencias neoyorkino. 

 

A diferencia del modelo neoyorkino , el modelo colombiano (Padilla y Trujillo, 

2018) que se enfoca en las encuestas y entrevistas para la nueva manera en la que 

se hará la atención de incidencias municipales, estas actitudes que toman en 

Colombia son enfocadas para mejorar la conciencia ambiental para aumentar los 

niveles de educación dentro del segmento más pobre de la población, promover 

políticas de vivienda asequible y facilitar el acceso a Internet para la población 

vulnerable podría reforzar las actitudes de los hogares hacia un mayor esfuerzo de 

reciclaje separado de la fuente. 

El último modelo de atención de incidencias que se va a mencionar es la que 

se está usando actualmente en la país de Turquía, donde acotan que uno de los 

factores por los cuales este país tiene un impacto ambiental adverso es el exceso de 

población y la disminución de la economía, por tal motivo crearon un modelo 

predictivo con aprendizaje automático (machine learning) para la recuperación de 

energía a partir de los residuos sólidos municipales (RSU) y como mejorar la forma 

en la que actúan en las incidencias municipales. Luego de mencionar 4 modelo de 

atención de incidencias se planteará un cuadro comparativo para observar las 

ventajas y desventajas de los modelos antes mencionado. 
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Tabla 1  
Comparación de los modelos actuales del registro de incidencias 

Modelo de incidencias municipales 

Valor añadido Canadá New York Colombia Turquía 

Procesamiento SI SI NO NO 

Machine Learning SI SI SI SI 

Mapas NO SI NO NO 

Clasificación SI SI NO NO 

Predicciones NO NO SI SI 

Reconocimiento 

de imágenes 
SI NO NO NO 

 

De la tabla propuesta anteriormente se observa que existen modelos 

predictivos, así como el uso de Machine Learning en la totalidad de modelo 

propuestos, pero se observa una deficiencia en las acciones de reconocimiento de 

imágenes y mapas; los cuales se ahondarán más en las conclusiones para su próximo 

uso. 

Como se puede percibir en la tabla propuesta anteriormente, el reconocimiento 

de imágenes no se usa en las diferentes acciones que se toman frente a los residuos 

sólidos, a diferencia que lo hace (Huang y Zhengfu, 2010) en donde se desarrolló e 

introdujo un proceso de clasificación indirecta mediante el uso de un sensor óptico y 

un sistema de separación mecánica. Al utilizar este sistema, los tamaños y las 

posiciones de las partículas, los colores y las formas de cada una de las partículas de 

desecho se pueden determinar y utilizar como criterio de clasificación; de una manera 
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muy parecida se implementó en (Smyth et al., 2018) usando un motor de juego se 

desarrolló un entorno virtual que modela aspectos de las incidencias críticas que se 

reciben a diario, este artículo nos muestra como modelar fenómenos relacionados 

con la identificación y recopilación de evidencias con el fin de desarrollar y probar un 

sistema que pueda manejar eventos químicos de manera autónoma, para la 

realización de esto se hizo uso de la Inteligencia Artificial, además con los datos 

recibidos realizan mapas para la esquematización de las incidencias reportadas. 

La detección de incidentes mediante un reconocimiento automático se está 

diversificando en diferentes formas, donde vemos como usan el reconocimiento de 

imágenes y algoritmos para la disminución del tráfico en Corea del Sur, donde están 

usando unos sensores de carro de sonda, donde un automóvil se usa como detector 

mediante el reconocimiento de imágenes (Yong-Kul et al., 2018). 

Los inventores percibieron que los actuales sistemas limitan la capacidad de 

enviar respuestas en real-time teniendo como escenarios de emergencia usando los 

recursos disponibles y accesibles, además no son capaces de incorporar información 

en tiempo real ni dar seguimiento y monitoreo en tiempo real de las incidencias 

reportadas por las personas (Anshel, 2009). 

Por ello se propuso un nuevo esquema donde tiene como principal 

funcionalidad recibir información del incidente como la: ubicación, problema, etc. Este 

sistema de gestión de incidencias. A diferencia de los convencional es que este 

modelo utiliza tecnología móvil, por otra parte, este modelo de gestión de incidencia 

sigue dependiendo de una persona para su clasificación. 
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Figura 34 

Diagrama de flujo de operaciones en un sistema de incidencias 

 

El modelo de clasificación de incidentes publicada en 2017, utiliza distintos 

algoritmos predictivos utilizando salidas de enfoque de la minería de texto aplicado 

en la base de datos de incidentes. se han propuesto sobre la base de un análisis 

comparativo de las medidas de rendimiento, el mejor modelo definido en ambos casos 

de predicción binarios y multi-clase para agilizar las clasificaciones de incidentes 

encontrados en los sistemas de las organizaciones (Sarkar et al., 2017). 
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Figura 35 
Clasificación algoritmos DB 

 

Nota: En la figura se observa la clasificación de los lagoritomos usados en una base de datos no 

relacional. Tomado de Sarkar et al., 2017, p. 3. 

 

Este modelo tiene como principal problema trabajar con base de datos 

orientados a estructuración local, haciendo que la búsqueda e ingreso de datos sea 

muy demandante. Al igual que los al método de clasificación sea demasiada compleja 

a la hora de buscar y clasificar, aumentando el tiempo de procesamiento y al clasificar. 

Siendo el reconocimiento de imágenes un punto débil por parte de la 

clasificación de incidencias municipales, se explicará de manera didáctica la definición 

de este y ejemplos efectivos que se usan en diferentes partes del mundo. Antes de 
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mencionar la definición de reconocimiento de imágenes se comenzará hablando de 

la inteligencia artificial (IA) la cual está bien ligada al tema central tanto de esta 

investigación  y del reconocimiento de imágenes, tal como se menciona en (Scarcello, 

2019) donde se hace hincapié en lo mencionado por John McCarthy en 1956, que es 

considerado por el padre de la IA, donde nos habla de fuerte lazo que tiene con la 

lógica y el razonamiento; esto hablado por McCarthy tiene como base las 

investigaciones hechas por Alan Turing en 1950, donde en su articulo "Computing 

Machinery and Intelligence" plantea una de las preguntas por las cuales se comienza 

a investigar en IA: “¿Pueden las máquinas pensar?”. 

Luego de esto en 1970, se comenzaron a cuestionar que es la inteligencia (de 

una manera informática) y de donde se saca la inteligencia.  

En base a lo explicado anteriormente se comienza a notar como existe una 

preocupación por la basura y como se intenta darle una solución mediante nuevas 

tecnologías, Informando que la falta de atención por parte de las entidades 

encargadas genera exceso en los contenedores de basura encontrados al largo de 

una ciudad conllevando riesgos para la salud. Para superar esta situación, se debe 

desarrollar un sistema eficiente e inteligente de gestión de residuos municipales 

(Chavan y Pattanshetti, 2018). 

En esta era de internet, internet de las cosas (IOT) se puede utilizar de manera 

efectiva para gestionar este desperdicio, ya que muchos métodos efectivos se pueden 

encontrar fácilmente.  Haciendo un recuento de la historia de residuos sólidos 

comenzamos con la edad primitiva que se remonta desde que apareció el hombre 

hasta finales de 4000 A.C., las personas en la edad primitiva tenían ciertas 

necesidades como el hambre y el frio, el cual por naturaleza requerían satisfacerlas 

por lo que se requería aprender nuevas habilidades como la pesca, el pastoreo y la 
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agricultura. El impacto hacia el medio ambiente era muy reducido, por el hecho de 

que la misma naturaleza obligaba a las personas a adaptarse o emigrar hacia otros 

lugares para poder sobrevivir. Su alimentación se basaba en alimentos blandos, frutos 

que recolectaban y diferentes carnes que ellos cazaban. Luego de estas épocas 

comenzó la edad antigua en la cual los trabajos más fundamentales fueron la 

agricultura y la ganadería, los primeros en darle una solución a dicho problema, el 

cual no eran cantidades exorbitantes. Por lo que no acostumbraban a guardar o tirarla, 

Lo que realizaban con sus residuos generados lo almacenaban en un crematorio para 

poder incinerarla. Por otra parte, la civilización egipcia trataba los residuos de una 

forma diferente, ellos las enterraban y otra parte lo utilizaba como abono orgánico. En 

la edad media, se asimiló un cambió adicional por el incremento de población que se 

observó, esto provocó más generación de residuos sólidos y a su vez generó que se 

encuentren pocos lugares donde procesarlos, esperanzándose en la biodegradación 

como factor fundamental, por otra parte la edad moderna, que se detalle desde el año 

1700 hasta la actualidad, la recolección de residuos sólidos sufre un gran auge de 

importancia puesto que los desechos que arroja una persona son mayores y como él 

hay un sobre población a comparación de otra épocas genera un excedente de los 

residuos.  

En el siglo 18, de da a conocer nuevas materias primas, el cual rápidamente 

se usan para desarrollar productos que serían factores importantes para el impacto 

ambiental que se da en el siglo 20 y 21. Para esta época los residuos eran 

provenientes de los hogares, pero teniendo en cuenta que también se generaba en 

las actividades industriales y comerciales. Viendo que la generación y 

descomposición de la gran variedad de residuos sólidos incrementaba el volumen y 

el tiempo de generación reducía se opta por tres métodos para la disposición de 
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residuos como: lanzarlo a la calles o avenidas, llevarlos los fuera de la ciudad. Por 

último, se diseñó un proceso de reutilización para convertir residuos no utilizables 

para las personas en utilizables.  

Figura 36 
Línea de Tiempo de los residuos sólidos. 
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2.3. Definición conceptual de la terminología empleada 

Incidencia 

Es cualquier evento que no forma parte del desarrollo habitual del servicio y 

que causa, o puede causar una interrupción del mismo (ITIL, 2019). 

Residuos sólidos 

Son cualquier material abandonado considerados residuos, estos pueden 

incluir cualquier tipo de materiales sólidos líquidos, semi sólidos o gaseosos (Rathore 

y Rathore, 2016). 

Proceso de reconocimiento de imágenes 

Es un proceso realizado por un software de inteligencia artificial capaz de 

reconocer imágenes utilizando complejos algoritmos matemáticos (García, 2014). 

Machine learning 

Es una rama de la inteligencia artificial permite que las máquinas aprendan sin 

estar expresamente programadas para ello (Lee et al., 2016). 
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CAPÍTULO III 

MARCO METODOLÓGICO 
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3.1. Tipo y diseño de investigación 

Tipo de investigación 

Aplicada, debido a que vamos a implementar un aplicativo móvil de 

procesamiento de imágenes para influir en el reconocimiento de incidencias de 

residuos sólidos, por lo que en este trabajo de investigación se realizaran el uso de 

teorías con la finalidad de dar solución al problema. 

Nivel de investigación 

Explicativa. Este trabajo de investigación busca determinar el nivel de 

influencia que tiene un aplicativo móvil de procesamiento de imágenes con respecto 

al reconocimiento de incidencias de residuos sólidos.  

Diseño de la investigación 

Pre Experimental, en esta investigación vamos a demostrar la hipótesis a 

través de métodos experimentales. 

Ge   01  X  02 

Dónde:  
 

• Ge: Grupo experimental, conformado por las incidencias reportadas por los 

habitantes. 

• O1: Son los valores de los indicadores de la variable dependiente en la Pre-

Prueba. (sin el aplicativo móvil de procesamiento de incidencias) 

• X: Aplicativo móvil de clasificación de incidencias de residuos sólidos.  

• O2: Son los valores de los indicadores de la variable dependiente en la Post-

Prueba (con el aplicativo móvil de procesamiento de incidencias).  

Descripción 

Se trata de la comparación de un grupo experimental (Ge) conformado por un 

número representativo de incidencias reportadas sobre residuos sólidos, a sus 
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indicadores de pre-prueba (O1), se le administra un estímulo o tratamiento 

experimental, el aplicativo móvil de procesamiento de incidencias como estímulo (X) 

para influir en los problemas del proceso de atención de incidencias de residuos 

sólidos, luego se espera que se obtenga los datos de la pos-prueba (O2). Por último, 

se realizará una comparativa de los datos de pre y pos prueba (O1 y O2) para 

determinar el nivel de influencia que tiene el aplicativo móvil de procesamiento de 

incidencias (X), en función a los indicadores que están definidos S. 

3.2. Población y muestra 

Población 

Se identifica que los reportes de incidencias de residuos sólidos realizados por 

los habitantes del distrito de Punta Hermosa.  

N = indeterminada 

Muestra 

Para la muestra de la investigación se tomará como muestra los reportes 

realizados en el mes de Octubre (Pre Prueba) y Noviembre (Post Prueba), los cuales 

son: 28 reportes. 

n = 28 reporte de incidencia de residuos sólidos. 

Tipo de  muestra 

Intencional: Para el experimento la muestra será elegida intencionalmente 

según los investigadores. 

3.3. Hipótesis 

Hipótesis general 

Si se implementa un aplicativo móvil de procesamiento de imágenes usando 

Machine Learning se influye positivamente en el reconocimiento de incidencias de 

residuos sólidos. 
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Hipótesis específicas 

El uso de un aplicativo móvil de procesamiento de imágenes usando Machine 

Learning se influye positivamente en la satisfacción de los habitantes. 

El uso de un aplicativo móvil de procesamiento de imágenes usando Machine 

Learning reduce el tiempo de atención de incidencias de residuos sólidos. 

El uso de un aplicativo móvil de procesamiento de imágenes usando Machine 

Learning mejora la calidad en el reconocimiento de incidencias de residuos sólidos. 

3.4. Variables – Operacionalización 

Variable independiente 

Aplicativo Móvil de procesamiento de imágenes  

Conceptualización 

Tabla 2  

Operacionalización de variables independiente 

 

 

 

 

 

Variable independiente 

Reconocimiento de incidencias de residuos sólidos 

Conceptualización 

 

 

 

 

Indicador Definición operacional 

Presencia – Ausencia 

Cuando el aplicativo móvil es usado por un 

grupo de estudio y en el otro grupo no está 

presente 
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Tabla 3  

Operacionalización de variable dependiente 

 

3.5. Métodos y técnicas de investigación 

Tabla 1  

Tabla de técnicas e instrumentos 

Técnica Uso Instrumento 

Encuesta 

Ser realizará un cuestionario para ver la 

satisfacción de los habitantes del distrito 

de Punta Hermosa 

Anexo 15 

Observación – Tiempo 

(Identificación) 

Se observarán los tiempos realizados 

desde el reporte realizado por los 

habitantes hasta el punto en el que 

Mesa de Partes. 

Anexo 16 

Observación – Tiempo 

(Clasificación) 
Anexo 17 

Observación – Calidad 

(Números) 

Se observarán la cantidad de errores 

que se obtiene en las diferentes 
Anexo 18 

Dimensión Indicador 
Unidad de 

Medida 
Técnica 

Tipo de 

Herramienta 

Tiempo 

Tiempo para identificar 
una incidencia de 
residuos sólidos 

 

Minutos 

Observa
ción 

Ficha de 
Registro Tiempo para clasificar 

una incidencia de 
residuos sólidos 

 

Minutos 

Satisfacción 
Conformidad en la 

atención de incidencias 
de residuos sólidos 

Escala de 
Lickert 

Encuest
a 

Cuestionario 

Calidad 

El número de errores 
en el reconocimiento 

de incidencias de 
residuos sólidos 

Cantidades 

Observa
ción 

Ficha de 
Registro 

El margen de error en 
el reconocimiento de 

incidencias 
 

Porcentaje 
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Observación – Calidad 

(Porcentaje) 

imágenes de residuos sólidos enviados 

por los habitantes. Anexo 19 

 

Consideramos a los instrumentos mencionados (Ver Tabla 4), como principales 

agentes de recolección de información, en nuestra investigación. 

Método 

Para O1 (Pre-Prueba): 

• Elaboración de instrumento: Encuesta de satisfacción al reportar incidencias 

de residuos sólidos. 

• Validar instrumento con especialistas/expertos. 

• Consultar información de un mes de las incidencias reportadas por los 

habitantes a la Subgerencia de Gestión Ambiental. 

• Elaboración de la Ficha de Registro Pre con la información obtenida. 

• Realizar las encuestas a n habitantes. 

Para O2 (Post-Prueba) 

• Habilitar el aplicativo móvil de procesamiento de incidencias (X) a n habitantes 

durante un mes. 

• Obtener la información arrojada por el software de un mes de las incidencias 

reportadas por los habitantes. 

• Elaboración de la Ficha de Registro Post con la información obtenida. 

• Realizar las encuestas a n habitantes. 

3.6. Procesamiento de los datos 

Se realiza el análisis y procesamiento de los datos recuperados de las 

herramientas de recolección, se utilizan estadísticas para evaluar los resultados 

recuperados del procesamiento de datos y poder verificar la hipótesis. 
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Etapas del Análisis 

 

Tabla 5  
Etapas del Análisis 

  
Fase Descripción 

Selección de software - Minitab 

Exploración de los datos 
- Elaboración de Rho de Spearman 
- Distribución de frecuencias gráficas 
- Las medidas de tendencia central  

Presentación de los resultados 
- Expresarlo en tablas, graficas, 

figuras, cuadros, etc 
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CAPÍTULO IV 

DESARROLLO DE LA SOLUCIÓN 
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4.1. Estudio de factibilidad 

Recursos del proyecto 

Esta investigación se realizó con éxito, dado que los recursos usados 

estuvieron a disposición total, incluyendo las herramientas de desarrollo. 

En cuanto a los aspectos técnicos más importantes, éstos se detallan en la 

siguiente tabla 6: 

Tabla 2  
Recursos del proyecto 

 

En cuanto, a la estructura de costos, estos de detallan en la tabla 7: 

TIPO DESCRIPCIÓN 

HARDWARE 

LAPTOP 

Memoria RAM: 8GB 

Microprocesador: Intel Core i5 

Disco Duro: 1 TB 

Memoria RAM: 16GB 

Microprocesador: Intel Core i7 

Disco Duro: 1 TB 

CELULAR 
Memoria RAM: 2GB 

Versión Android: 8.0 

SOFTWARE 

Android Studio 

Firebase / FireStore 

ML Kit 

Microsoft Office 2016 

Windows 10 
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Tabla 3  
Costos del proyecto 

Recursos Cant. Tiempo Costo Unit (S/.) Total 

Recurso Humano 

Investigador 2 8 meses 800 12 800 

Desarrolladores 2 8 meses 800 12 800 

Total de Recurso Humano 
S/. 25 

600 

Recurso Técnico 

Hardware 

Laptops 2  2 500 5 000 

Smartphone Huawei 

P Smart 2019 
1  700 700 

Smartphone 

Samsung J7 
1  650 650 

Impresora 1  400 400 

Total Hardware 
S/. 6 

750 

Software 

Android Studio 2  0 0 

Firebase 1  600 600 

Microsoft Office 2  500 1 000 

Windows 10 Pro 2  160 320 

Total Software 
S/. 1 

920 

Total de Recurso Técnico 
S/. 8 

670 

Servicios 

Internet 8 meses  80 640 

Energía Eléctrica 8 meses  150 1 200 

Total de Servicio 
S/. 1 

840 
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4.2. Desarrollo según la metdología Mobile-D 

Exploración 

A) Establecimiento de los grupos de interés o stakeholders 

• Clientes potenciales: Diversidad Municipalidades de los distritos de todo 

Lima Metropolitana. 

• Usuarios de la aplicación: Habitantes del distrito. 

• Sponsor: Municipalidad de Lima. 

• Grupo de desarrollo: Investigadores de la presente tesis. 

Figura 37 
Flujo de proceso de reporte de incidencias de los stakholders 

 

B) Definición del alcance 

Se desarrollará una aplicación móvil basado con Machine Learning la cual tiene 

por nombre “GeoWaste”, para los habitantes del distrito en cuestión, por lo cual los 

TOTAL    
S/. 33 

840 
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habitantes usando un Smartphone con sistema operativo Android puedan realizar 

incidencias sobre residuos sólidos para mejorar el reconocimiento de estas. 

El cronograma usado en el alcance del proyecto es el siguiente: 

Tabla 4  
Cronograma según las fases del proyecto 

Fase Duración Fecha inicio Fecha fin 

Exploración 8 días 01/08/2019 12/08/2019 

Inicialización 13 días 13/08/2019 29/08/2019 

Producción 9 días 30/08/2019 11/09/2019 

Estabilización 6 días 13/09/2019 20/09/2019 

Pruebas 7.38 días 23/09/2019 02/10/2019 

 

En los anexos 6 y 7 se encuentra el cronograma detallado del presente 

proyecto de investigación, haciendo uso de Gantter for Google. 

C) Identificación de módulos y requisitos 

Módulos. 

Tabla 5  
Módulos del software 

Código Módulo Descripción 

M001 Splash Screen 
En este módulo se muestra el logo del aplicativo 

como una bienvenida al usuario. 

M002 Tutorial 

En este módulo si el aplicativo esta iniciado por 

primera vez se inicia un pequeño tutorial del 

aplicativo GeoWaste 

M003 Menú Principal 

En este módulo se presenta cuando el aplicativo 

aún no cuente con una sesión abierta, y en el cual 

se puede crear una cuenta e iniciar sesión; a la par 

de se puede cambiar la contraseña. 
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M004 Mapa Principal 

En el mapa principal se muestra todas las 

incidencias realizadas en el distrito, mostrando las 

incidencias reportadas como rojas, en recolección 

como amarillas y recolectadas en verde. 

M005 
Creación de 

incidencia 

La creación de las incidencias se realiza cuando se 

presionan por más de 3 segundos en un lugar del 

mapa en específico en donde se ingresa la 

descripción de la incidencia. 

M006 
Reconocimiento 

de Incidencia 

En el presente módulo se activa la cámara para 

realizar la captura de la incidencias de forma 

interna se hace el reconocimiento de imágenes 

para que solo pueda ingresar la descripción de la 

incidencia cuando sea un residuo sólido. 

M007 Reiterar queja 

Cuando la municipalidad encargada del aplicativo 

aún no hace la recolección de los residuos sólidos, 

el usuario habitante puede realizar una queja, en el 

cual se ingresa la descripción de la nueva queja. 

M008 
Información 

Principal 

En el módulo de información se ve el reporte de 

incidencias realizadas por el usuario usando la 

misma señalización de colores usados en el mapa. 

M009 
Módulo 

Administrativo 

En el módulo administrativo se ven las incidencias 

reportadas del distrito, en el cual se pueden ver 

reportes de estos y además cambiar el estado de 

las incidencias durante su reporte. 

 

Requerimientos funcionales. 

Tabla 6  

Requerimientos funcionales 

Módulo Código Descripción 

M001 RF01 

Al iniciar la aplicación GeoWaste se mostrará el logo del 

aplicativo con un preload de carga, cuando culmine el 

tiempo necesario se redirigirá a la página correspondiente. 
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M002 RF02 

Cuando se abra la aplicación GeoWaste por primera vez en 

un dispositivo móvil se mostrará un tutorial del proceso total 

de la aplicación. 

M003 

RF03 

El aplicativo debe permitir que el usuario pueda crear su 

cuenta de manera convencional (ingresando sus correo y 

contraseña) o usando una cuenta de Gmail. 

RF04 

El aplicativo contará con un formulario de registro de datos 

para crearse un usuario en el aplicativo, el cual deberá 

enviar un mensaje para autorizar la creación del usuario. 

RF05 

Existirá una opción para cambiar de contraseña, en el cual 

se ingresará el correo el cual ya debería existir, con esto se 

ingresaría la nueva contraseña. 

M004 

RF06 
Se deberá mostrar todas las incidencias realizadas por los 

habitantes del distrito considerando su estado actual. 

RF07 
Se deberá mostrar una búsqueda de lugares para facilitar 

la creación de incidencias. 

RF08 
Cuando se seleccione alguna incidencia debe mostrarse la 

foto, descripción, estado y autor de la incidencia. 

M005 

RF09 

Se debe realizar una incidencia al presionar por más de 3 

segundos en el mapa, para que se pueda registrar, donde 

se redirigirá al M006 para analizar la incidencia luego de 

informar al usuario.  

RF10 

Se deberá validar que la creación de incidencias solo se 

pueda realizar en el distrito designado para evitar la 

creación fuera del alcance de la municipalidad. 

RF11 
Luego de cumplir satisfactoriamente el M006 se deberá 

mostrar un formulario de registro de información. 

M006 

RF12 
Se deberá abrir la cámara en el aplicativo para capturar la 

incidencia de residuos sólidos. 

RF13 
Cuando el RF12 se realice satisfactoriamente se redirigirá 

al M005 para continuar con la creación de incidencias. 

M007 RF14 
Cuando la incidencia cumpla más de 2 días sin tener una 

recolección efectiva se deberá habilitar un botón dentro de 
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la descripción de la incidencia para que se pueda crear una 

queja adicional.  

M008 

RF15 

Se deberán mostrar la información del usuario, tanto su 

nombre como su correo actual y un botón para el cierre de 

sesión. 

RF16 

El aplicativo contará con un listado de las incidencias 

creadas por el usuario, en el cual sale la información 

completa de las incidencias. 

M009 

RF17 

Se deberán mostrar todas las incidencias realizadas por los 

habitantes del distrito, estos se ven plasmado con un 

sistema de visualización de semáforo. 

RF18 
Se debe realizar el cambio de estado de la incidencia 

cuando se seleccione una de estas. 

RF19 
Se deberán mostrar los reportes de las incidencias que son 

enfocadas y obtenidas en tiempo real. 

 

Requerimientos no funcionales. 

Tabla 7  
Requerimientos no funcionales 

ID Descripción 

RNF01 La aplicación deberá contar una interfaz fácil de usar. 

RNF02 
La aplicación tendrá que ejecutarse en dispositivos Android 

con una versión mayor al 4.4 (KitKat) 

RNF03 
La aplicación se deberá adaptar tanto en dispositivos 

móviles como tablets. 

RNF04 
La deberá contar con un soporte de ayuda para el apoyo 

respectivo. 

 

D) Establecimiento del proyecto 

En esta etapa se determinan los recursos físicos y técnicos necesarios para el 

desarrollo del proyecto. 

• Sistema Operativo: Android. 
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• Lenguaje de Programación: Java. 

• Librerías: JDK, SDK. 

• IDE: Android Studio. 

• Sistema Operativo: Versión mínima de Android 4.4 – minSdkVersion 19. 

• Equipos: 2 laptops con 8 GB de memoria RAM, 4 GB mínimo de memoria y 

Java 8. 

• Metodología de desarrollo: - Mobile-D. 

Inicialización 

A) Configuración del proyecto 

Preparación del ambiente. 

Se debe contar con lo siguiente para la primera etapa del desarrollo: 

✓ Laptop Core i5 con 12 GM de RAM. 

✓ Instalador de Android Studio v3.5. 

✓ Configuración del IDE de desarrollo: Android Studio. 

✓ Creación del proyecto en Firebase. 

✓ Configuración del entorno de Firebase en la aplicación Android. 

✓ Creación de la base de datos NoSQL en el servicio FireStore. 

Capacitación. 

Se organiza para que 2 veces a la semana el trabajo de desarrollo sea 

monitoreado por los desarrolladores del equipo, para el beneficio y rápida culminación 

de GeoWaste. 

Plan de comunicación. 

Se estableció los siguientes canales de comunicación para la realización del 

proyecto: 
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✓ Google Drive. 

✓ GitHub. 

B) Arquitectura del proyecto 

Tabla 8  

Arquitectura del proyecto 

Capa Descripción 

Modelo 
Es una interfaz que define los datos que se mostrará o no 

actuado en la interfaz de usuario. 

Vista 

Es una interfaz pasiva que exhibe datos y órdenes de usuario de 

los eventos al presentador para realizar una accionar sobre los 

datos. 

Presentador 
Actúa sobre el modelo y la vista, recupera datos del modelo y los 

muestra en la vista. 

 

Figura 38 
Arquitectura del software 
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La arquitectura previamente mostrada, una en donde se puede visualizar el 

proceso por el cual transcurre todo el reconocimiento de la incidencia, a continuación, 

se mostrará una arquitectura más detallada: 

Figura 39 
Arquitectura detallada de software 

 

C) Planificación inicial 

Planificación por fases. 

Tabla 9  

Planificación por fases 

Fase Iteración Descripción 

Exploración Iteración 0 
Se establecieron los stakeholders y el alcance del 

proyecto, así también como el cronograma. 

 Iteración 1 
Se identifican los módulos y requerimientos 

funcionales y no funcionales. 

Inicialización Iteración 2 

Se preparan los planes de la siguiente fase, así 

también como los recursos físicos, tecnológicos y 

de comunicaciones. 



95 

 

 
 

Producción 

Iteración 3 

Se   implementa   las   funcionalidades   de   los 

requerimientos del módulo M001 y se actualizan 

las historias de Usuarios planteadas en el 

proyecto. 

Iteración 4 

Se   implementa   las   funcionalidades   de   los 

requerimientos del módulo M002 y se actualizan 

las historias de Usuarios planteadas en el 

proyecto. 

Iteración 5 

Se   implementa   las   funcionalidades   de   los 

requerimientos del módulo M003 y se actualizan 

las historias de Usuarios planteadas en el 

proyecto. 

Iteración 6 

Se   implementa   las   funcionalidades   de   los 

requerimientos del módulo M004 y se actualizan 

las historias de Usuarios planteadas en el 

proyecto. 

Iteración 7 

Se   implementa   las   funcionalidades   de   los 

requerimientos del módulo M005 y se actualizan 

las historias de Usuarios planteadas en el 

proyecto. 

Iteración 8 

Se   implementa   las   funcionalidades   de   los 

requerimientos del módulo M006 y se actualizan 

las historias de Usuarios planteadas en el 

proyecto. 

Iteración 9 

Se   implementa   las   funcionalidades   de   los 

requerimientos del módulo M007 y se actualizan 

las historias de Usuarios planteadas en el 

proyecto. 

Iteración 10 

Se   implementa   las   funcionalidades   de   los 

requerimientos del módulo M008 y se actualizan 

las historias de Usuarios planteadas en el 

proyecto. 

Iteración 11 

Se   implementa   las   funcionalidades   de   los 

requerimientos del módulo M009 y se actualizan 

las historias de Usuarios planteadas en el 

proyecto. 
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Estabilización Iteración 12 

Se  realizan ajustes al desarrollo, en donde se 

integran todos los módulos realizados para 

asegurar su efectividad. 

Pruebas Iteración 13 
Se realizan las pruebas respectivas y se analizan 

los resutlados obtenidos. 

 

Requisitos de la aplicación “GeoWaste”. 

La aplicación GeoWaste se instalará en dispositivos móviles con un sistema 

operativo Android, la cual debe tener con los siguientes requisitos: 

✓ Android 4.4.4 o superior. 

✓ Smartphones y Tablets 

✓ Cámara. 

✓ Mínimo de RAM de 1 GB. 

✓ Un espacio de 30MB en el dispositivo móvil. 

Esquema de navegabilidad. 

La ventana inicial que se muestra al usuario es la pantalla con el logo y una 

carga previa al inicio del aplicativo (splash), cuando se hace el primer ingreso al 

aplicativo se muestra un tutorial con los pasos para crear incidencias, si es que el 

aplicativo ya hubiese sido abierto en el dispositivo con anterioridad se muestra el login 

y registro de datos para ingresar al módulo principal. 
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Figura 40 
Flujo de pantalla inicial 

 

Luego de realizar el ingreso de datos y la validación de estos (puesto que se 

envía un mensaje de confirmación al correo ingreso), luego de esto se muestra el 

mapa principal en el cual se muestran todas las incidencias reportadas por los 

habitantes del distrito; estos se reflejan mediante una clasificación de estados 

mediante los colores: rojo (sin recoger), amarillo (en espera) y verde (recogido).  

En la segunda pantalla del menú se ve el listado de las incidencias creadas por 

el usuario actual del dispositivo. 

Figura 41 
Flujo de ingreso a la ventana principal 
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De las incidencias reportadas que se muestran en el mapa principal se puede 

ver la foto validada, la descripción de la incidencia, el estado de esta y además el 

nombre del usuario que creó la incidencia; si por algún motivo el indicador no fue 

recogido por los encargados de esto, se puede realizar una queja adicional del 

indicador. 

Figura 42 

Flujo de visualización de incidencia

 
 

Cuando el usuario del aplicativo realiza la creación de las incidencias pueden 

variar la acción que se vaya a realizar posteriormente, si es que el indicador fuera 

creado en los parámetros acordados se muestra una validación de posicionamiento, 

en la cual se puede enviar un mensaje de solicitud para que se habilite el distrito en 

cuestión.  
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Figura 43 

Flujo de validación de posicionamiento 

 

Por el contrario, si es que el indicador se crea en una incidencia en un lugar 

habilitado saldrá un mensaje de afirmación el cual luego de aceptar se abre una 

cámara dentro del dispositivo, el cual identifica que la foto tomada contenga residuos 

sólidos y si la imagen tomada fue la correcta se mostrara el formulario de ingreso de 

datos del indicador. 

Figura 44 
Flujo de creación de incidencia 

 

 

En el flujo del administrador se muestran todas las incidencias, cuando estas 

son seleccionadas se muestra su información con los botones de EN PROCESO y 
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RECOGIDO para cambiar el estado actual de la incidencia, el botón que se encuentra 

en la parte inferior se pueden ver los reportes de todas las incidencias que han sido 

reportadas en el distrito. 

Figura 45 

Flujo administrativo de incidencias 
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Prototipos de alta fidelidad. 

En la siguiente tabla se muestra y describe todos los prototipos: 

Tabla 10  
Prototipos de alta fidelidad 

  Prototipo Descripción 

 

Splash: 
Esta pantalla es la primera que aparece cuando 
el aplicativo hace inició, aquí se redirige a dos 
ventanas diferentes, una que es el tutorial en el 
cual se muestran las funciones principales del 
aplicativo y la otra es la ventana es la del Login.  

 

 
 

Pantalla Principal: 
Se muestran botones para el ingreso 
rudimentario ingresando datos personales o 
hacer un inicio de sesión por Google. 

 

 
 

Mapa Principal: 
En el mapa principal se muestran las 
incidencias reportadas por todos los habitantes, 
también como lugares de recolección que 
realiza la municipalidad. 

 

 
 

Listado de Incidencia: 
Para que el habitante realice un seguimiento de 
las incidencias reportadas por él, tiene esta 
ventana en donde visualiza sus propias 
incidencias y su estado actual. 
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Validación de Incidencias: 
Aquí informamos la habitante que se analizará la 
foto de la incidencia que reportará. 

 

 
 
 

Análisis de Incidencia: 
En esta ventana se hace el análisis de la 
incidencia reportada usando una API de 
Inteligencia Artificial de reconocimiento de 
imágenes. 

 

 
 
 

Registro de Incidencia: 
Luego de analizar la foto y comprobar que existen 
residuos sólidos en la imagen se muestra esta 
ventana para el registro de la incidencia. 

 
 

 
 

Visualización de Incidencia: 
Aquí se puede ver el detalle de la incidencia 
reportada, como la descripción, foto y estado de 
esta. 



103 

 

 
 

Producción 

A) Tarjetas de historias de usuario (story card) 

En la siguiente tabla se muestra la lista de Historias de Usuario para el 

desarrollo del software. 

Tabla 11  

Lista de historias de usuario 

 

 

 

 

 

 

 

 

 

 

ID Nombre Dificultad Esfuerzo Prioridad Estado 

H001 Tutorial Fácil 10h 3 Verificado 

H002 
Menú 

Principal 
Fácil 15h 3 Verificado 

H003 
Mapa 

Principal 
Difícil 13h 5 Verificado 

H004 
Lista de 

Incidencias 
Fácil 12h 4 Verificado 

H005 
Validación de 

Sitio 
Media 2h 3 Verificado 

H006 
Validación de 

Incidencia 
Difícil 10h 5 Verificado 

H007 
Creación de 
Incidencia 

Difícil 9h 4 Verificado 

H008 
Cambio de 
estado de 

incidencias 
Difícil 8h 5 Verificado 

H009 
Reportes de 
Incidencias 

Media 9h 4 Verificado 
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En la Tabla 16 se muestra una de las historias de Usuario que se realizó 

durante el proyecto. 

Tabla 12 
H006 - Validación de incidencia 

ID Tipo Dificultad Esfuerzo Prioridad 

H006 Nuevo 

Antes Después Estimado Requerido 

5 

Difícil Fácil 10h 9h 

Descripción 

Se desarrolla la validación de las imágenes capturadas mediante el aplicativo, 
las cuales son evaluadas mediante el SDK de Google ML Kir for Firebase. 

Fecha Estado Comentarios 

13/09/2019 Definido 
Verificar y validar para que se realice en todas los 

celulares Android. 

14/09/2019 Realizado  

14/09/2019 Verificado  

 

B) Tarjetas de tareas (task card) 

En la tabla 17 se muestra la lista de tarjetas de tareas para el desarrollo del 

software. 

Tabla 13  
Lista de tarjetas de tareas 

ID Nombre Dificultad Confianza Esfuerzo Estado 

T001 Splash 1 3 ½ h Realizado 

T002 
Creación de los 

pasos del tutorial 
2 4 1 ½ h Realizado 

T003 
Vista del mapa 

Principal 
3 4 2h Realizado 

T004 
Detalle de las 

incidencias 
3 2 3h Realizado 
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T005 
Listado de 

Incidencias 
4 4 3h Realizado 

T006 

Visualización del 

detalle de las 

incidencias 

5 3 3h Realizado 

T007 

Validación del 

lugar de creación 

de incidencia 

4 5 4h Realizado 

T008 
Captura de 

Incidencia 
5 4 5h Realizado 

T009 
Validación de 

incidencia 
3 1 4h Realizado 

T010 

Ventana de 

ingreso de 

incidencia 

4 4 4h Realizado 

T011 
Creación de 

incidencia 
3 3 2 ½ h Realizado 

T012 Mensaje de Envío 1 4 1 ½ h Realizado 

T013 

Notificación de 

Incidencia 

Resuelta 

3 4 3h Realizado 

T014 

Cambia de 

estado de 

incidencia 

3 4 2h Realizado 

T015 
Reportes de 

incidencias 
2 5 3h Realizado 

 

En la tabla 18 se muestra una de las tarjetas de tareas que se realizaron 

durante el desarrollo del software. 

Tabla 14  
T010 - Creación de incidencias 

ID Tipo Dificultad Confianza Esfuerzo 

T011 Nuevo Antes Después 1-5 
Estima

do 
Reque

rido 
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C) Estabilización 

Firebase es un marco que cuenta con herramientas para mejorar el 

rendimiento al desarrollar cualquier aplicación que requieren base de datos en tiempo 

real, lo que implica que cuando un usuario actualiza un registro en la base de datos, 

la actualización debe transmitirse a cada usuario instantáneamente. Proporciona una 

plataforma básica y unificada para muchas aplicaciones junto con una serie de otras 

funciones de Google incluidas con el servicio. Firebase maneja la mayor parte del 

trabajo del lado del servidor cuando se trata del desarrollo de aplicaciones. Existen 

numerosos elementos que hacen de Firebase una herramienta esencial en el 

desarrollo desde el punto de vista del programador. 

De esta manera, ayuda a mantener un estado de armonía entre el 

desarrollador y el cliente al no provocar un retraso mínimo en el trabajo. Ya que 

Firebase, la base de datos en tiempo real es una base de datos alojada en la nube. 

Los datos se almacenan como datos no estructurados teniendo una mayor 

escabilidad y se sincronizan continuamente a cada cliente asociado. Esta función 

permite a los programadores omitir el paso de desarrollar una base de datos, y este 

maneja la mayoría de los aplicaciones backend. Proporciona un lenguaje de reglas 

adaptable y basado en expresiones para definir cómo se deben organizar los datos.   

3 4 4 2 ½ h 3h 

Descripción 

Se registra la incidencia realizada y solo cuando la incidencia haya sido 
validada previamente 

Fecha Estado Comentarios 

15/09/2019 Definido  

16/09/2019 Realizado  
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Figura 46 
Sincronización de la aplicación con la base de datos

 
 

La estabilización es realizar las integraciones del software desarrollado, la cual 

se usa para asegurar la completa funcionalidad del software. 

En la siguiente figura se muestra la función usada para el reconocimiento de la 

incidencia. 

Figura 47 
Obtención de información desde Vision Label 
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 Tal como se ve en la siguiente figura, se observa que se hace uso de 

un Patrón Singlenton para la transmisión de la imagen aceptada por el reconocimiento 

de imágenes.  

Figura 48 
Validación de los valores obtenidos por Google 

 

Pruebas 

• Objetivo 

Mostrar hasta qué punto las funciones del software operan de acuerdo con las 

especificaciones y requerimientos funcionales, desarrollando los casos de 

pruebas funcionales. 

• Estrategia 

Para asegurar el cumplimiento de las funcionalidades se hicieron prueba de 

los módulos con más importancia del aplicativo. 

• Casos de prueba 

Se realizaron los siguientes casos de prueba: 

Tabla 15  
CPF-001 

N° Caso de Prueba CPF-001 

Usuario Habitante 
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Nombre Validación de incidencia 

Inicialización 
Ingresar al aplicativo, iniciar la creación de una 

incidencia y comenzar con la validación. 

Salida Esperada 

Correcto: 

• Continuar con la creación de incidencias 

luego de validar que la imagen tomada sea 

un residuo sólido. 

Incorrecto: 

• Continuar con la creación de incidencias 

con cualquier foto tomada. 

Propósito 

Verificar que la imagen contenga residuos 

sólidos para que pueda continuar con la creación 

de la incidencia.  

Procedimiento de Prueba 

• El habitante entra al aplicativo. 

• El habitante crea una cuenta para crear 

incidencias. 

• El habitante comienza el proceso de 

creación de incidencias. 

• El habitante toma la foto de la incidencia. 

• El sistema evalúa la foto de la incidencia. 

Salida Obtenida 

Correcto: 

• Continua con la creación de la incidencia. 

Incorrecto: 

• Mensaje de error. 

Capturas 
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Tabla 16 

CPF-002 

N° Caso de Prueba CPF-002 

Usuario Habitante 

Nombre 
Validación del lugar de creación de 

incidencia 

Inicialización 
Ingresar al aplicativo y presionar el mapa por 

más de 3 segundos. 

Salida Esperada 

Correcto: 

• Mensaje informativo de validación de 

incidencia a reportar. 

Incorrecto: 

• Mensaje de validación de creación de 

incidencias fuera del lugar autorizado. 

Propósito 
Validar que la creación de la incidencia se 

realice en los lugares autorizados. 

Procedimiento de Prueba 

• El habitante entra al aplicativo. 

• El habitante crea una cuenta para crear 

incidencias. 

• El habitante comienza el proceso de 

creación de incidencias. 

• El habitante presionar por 3 segundos el 

mapa. 

Salida Obtenida 

Correcto: 

• Continua con la validación de la foto de la 

incidencia. 

Incorrecto: 

• Mensaje informativo de validación. 
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Capturas 

           

 

Tabla 17  

CPF-003 

N° Caso de Prueba CPF-003 

Usuario Habitante 

Nombre Creación de Incidencia. 

Inicialización 

Ingresar al aplicativo, presionar el mapa por 

más de 3 segundos, pasa la validación de la 

incidencia y registra la incidencia. 

Salida Esperada 

Correcto: 

• Registro de la incidencia. 
Incorrecto: 

• Mensaje de falta de descripción de la 
incidencia. 

Propósito 
Verificar que la descripción de la incidencia 

esta rellena. 

Procedimiento de Prueba 

• El habitante entra al aplicativo. 

• El habitante presionar por 3 segundos el 

mapa. 

• El habitante espera la validación de la 

imagen. 

Salida Obtenida 

Correcto: 

• Crear la incidencia. 
Incorrecto: 

• Mensaje de ingreso de descripción de 
incidencia. 
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Capturas 
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CAPÍTULO V 

ANÁLISIS E INTERPRETACIÓN  

DE DATOS 
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5.1. Análisis de fiabilidad de las variables 

Validez del instrumento 

La validez de instrumento se ha realizado a través de expertos, quienes han 

revisado las 3 dimensiones de esta investigación (tiempo, satisfacción y calidad). 

Finalmente recomendando su aplicabilidad (Ver anexo 11,12 y 13).  

Tabla 18 

Expertos validadores de los instrumentos 

 

Confiabilidad del instrumento 

La confiabilidad del instrumento se ha determinado a través del método Test-

Retest. 

Para el indicador KPI1: Tiempo para identificar una incidencia 

Se utilizó el Test – Retest, el cual aplica el coeficiente de correlación de 

Pearson para determinar la estabilidad, se observó que supera el 70% por lo cual se 

concluye que los datos tienen una correlación alta. 

Figura 49 
Validez del indicador: Tiempo para identificar una incidencia 

 

 

Para el indicador KPI2: Tiempo para clasificar una incidencia 

Expertos Grado Nombre Institución 

Experto 1 Magister 
Pesantes Calderón 

Gilberth 
Universidad Autónoma del 

Perú 

Experto 2 Doctor 
Iparraguirre Villanueva 

Orlando 
Universidad Autónoma del 

Perú 

Experto 3 Magister 
Gallo Mendoza Gonzalo 

Edmundo 
Universidad Autónoma del 

Perú 
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Se utilizó el Test – Retest, el cual aplica el coeficiente de correlación de 

Pearson para determinar la estabilidad, se observó que supera el 60% por lo cual se 

concluye que los datos tienen una correlación alta. 

Figura 50 
Validez del indicador: Tiempo para clasificar una incidencia 

 

 

Para el indicador KPI3: N° de errores en el reconocimiento de incidencias 

Se utilizó el coeficiente de correlación de Rho de Spearman para determinar la 

estabilidad, se observó que el coeficiente se encuentra más cerca de 0, por tal motivo 

es una correlación directa y débil. 

Figura 51 
Validez del indicador: N° de errores en el reconocimiento de incidencias 

 

 

Para el indicador KPI4: Margen de error en el reconocimiento de incidencias 

Se utilizó el coeficiente de correlación de Rho de Spearman para determinar la 

estabilidad, se observó que el coeficiente se encuentra más cerca de 0, por tal motivo 

es una correlación directa y débil. 

Figura 52 
Margen de error en el reconocimiento de incidencias 

 



116 

 

 
 

5.2. Resultados descriptivos de las dimensiones con la variable 

En la tabla 23 se muestra los datos obtenidos en la Pre-Prueba y Post-Prueba 

de los KPI1, KPI2, KPI3 y KPI4. 

    Tabla 19  

    Resultados obtenidos de la pre - prueba y post - prueba 

KPI1 KPI2 KPI3 KPI4 

Pre (min) Post (min) Pre (min) Post (min) Pre Pos
t 

Pre Pos
t 

156 1.91667 5 1.35000 0 0 0.000 0.00 

110 1.40000 10 1.45000 2 1 0.071 0.25 

91 1.30000 11 1.61667 1 0 0.036 0.00 

157 1.61667 12 1.83333 0 0 0.000 0.00 

81 1.06667 13 1.55000 1 0 0.036 0.00 

124 1.26667 15 1.61667 0 0 0.000 0.00 

103 1.32232 10 1.88333 1 0 0.036 0.00 

89 1.06667 6 1.63333 1 0 0.036 0.00 

122 1.73333 11 1.75000 1 0 0.036 0.00 

87 1.22222 8 1.70000 1 0 0.036 0.00 

111 1.46667 5 1.51667 0 0 0.000 0.00 

128 1.23653 14 2.46667 2 0 0.071 0.00 

152 1.46667 5 1.33333 1 1 0.036 0.25 

136 1.78333 14 1.81667 0 0 0.000 0.00 

150 1.70000 5 1.13333 1 1 0.036 0.25 

89 1.41667 15 1.70000 2 0 0.071 0.00 

115 1.56667 5 1.38333 1 0 0.036 0.00 

135 1.61565 11 1.58333 2 0 0.071 0.00 

98 1.30000 9 1.63333 1 0 0.036 0.00 

132 1.66667 13 1.75000 2 1 0.071 0.25 

103 1.30000 11 1.73333 1 0 0.036 0.00 

128 1.91667 11 1.55000 0 0 0.000 0.00 

140 1.48333 6 1.28333 1 0 0.036 0.00 

118 1.46667 7 1.83333 1 0 0.036 0.00 

156 1.53265 13 1.71667 0 0 0.000 0.00 

130 1.28333 4 1.05000 2 0 0.071 0.00 

167 1.93333 9 1.38333 2 0 0.071 0.00 

147 1.50000 15 1.65000 1 0 0.036 0.00 
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a) Pre – prueba KPI1: Tiempo para identificar una incidencia 

Figura 53 

Informe de resumen KPI1 pre prueba 

 
 

▪ La distancia promedio del puntaje obtenido en el indicador del tiempo para 

identificar una incidencia, con respecto a la media es 123.39. 

▪ Alrededor del 95% de las incidencias obtenidas en el indicador de tiempo 

para identificar una incidencia, están dentro de 2 desviaciones estándar 

de la media, es decir, entre 113.83 y 132.95 minutos de identificación. 

▪ El primer Cuartil es 103.00 minutos, indica que el 25% de las incidencias 

obtenidos en el indicador de tiempo para identificar una incidencia es 

menor o igual a este valor. 

▪ El tercer cuartil es 145.25 minutos, indica que el 75% de las incidencias 

obtenidos en el indicador de tiempo para identificar una incidencia es 

menor o igual a este valor. 
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b) Pre – prueba y post – prueba KPI1: Tiempo para identificar una incidencia 

Figura 54 

Informe de resumen KPI1 post prueba 

 
 

▪ La distancia promedio del puntaje obtenido en el indicador del tiempo para 

identificar una incidencia, con respecto a la media es 1.4838. 

▪ Alrededor del 95% de las incidencias obtenidas en el indicador de tiempo 

para identificar una incidencia, están dentro de 2 desviaciones estándar de 

la media, es decir, entre 1.3906 y 1.5769 minutos de identificación. 

▪ El primer Cuartil es 1.3000 minutos, indica que el 25% de las incidencias 

obtenidos en el indicador de tiempo para identificar una incidencia es menor 

o igual a este valor. 

▪ El tercer cuartil es 1.6542 minutos, indica que el 75% de las incidencias 

obtenidos en el indicador de tiempo para identificar una incidencia es menor 

o igual a este valor. 



119 

 

 
 

c) Pre – prueba KPI2: Tiempo para clasificar una incidencia 

Figura 55 

Informe de resumen KPI2 pre prueba

 

 

▪ La distancia promedio del puntaje obtenido en el indicador del tiempo para 

clasificar una incidencia, con respecto a la media es 9.7500. 

▪ Alrededor del 95% de las incidencias obtenidas en el indicador de tiempo 

para clasificar una incidencia, están dentro de 2 desviaciones estándar de 

la media, es decir, entre 8.3554 y 11.1446 minutos de clasificación. 

▪ El primer Cuartil es 6.00 minutos, indica que el 25% de las incidencias 

obtenidos en el indicador de tiempo para clasificar una incidencia es menor 

o igual a este valor. 

▪ El tercer cuartil es 13.00 minutos, indica que el 75% de las incidencias 

obtenidos en el indicador de tiempo para clasificar una incidencia es menor 

o igual a este valor. 
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d) Post – prueba KPI2: Tiempo para clasificar una incidencia 

 
Figura 56 

Informe de resumen KPI2 post prueba 

 

 

▪ La distancia promedio del puntaje obtenido en el indicador del tiempo 

para clasificar una incidencia, con respecto a la media es 1.6036. 

▪ Alrededor del 95% de las incidencias obtenidas en el indicador de 

tiempo para clasificar una incidencia, están dentro de 2 desviaciones 

estándar de la media, es decir, entre 1.4968 y 1.7083 minutos de 

identificación. 

▪ El primer Cuartil es 1.40 minutos, indica que el 25% de las incidencias 

obtenidos en el indicador de tiempo para clasificar una incidencia es 

menor o igual a este valor. 

▪ El tercer cuartil es 1.7458 minutos, indica que el 75% de las 

incidencias obtenidos en el indicador de tiempo para clasificar una 

incidencia es menor o igual a este valor. 
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e) Pre – prueba KPI3: N° de errores en el reconocimiento de incidencias  

Figura 57 

Informe de resumen KPI3 pre prueba 

 

 

▪ La distancia promedio del puntaje obtenido en el indicador del número de 

errores en el reconocimiento de incidencias, con respecto a la media es 

1.00. 

▪ Alrededor del 95% de las incidencias obtenidas en el indicador de número 

de errores en el reconocimiento de incidencias, están dentro de 2 

desviaciones estándar de la media, es decir, entre 0.7208 y 1.2792 errores 

de identificación. 

▪ El primer Cuartil es 0.25 errores, indica que el 25% de las incidencias 

obtenidos en el indicador de número de errores en el reconocimiento de 

incidencias es menor o igual a este valor. 
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▪ El tercer cuartil es 1.75 errores, indica que el 75% de las incidencias 

obtenidas en el indicador de número de errores en el reconocimiento de 

incidencias es menor o igual a este valor. 

f) Post – prueba KPI3: N° de errores en el reconocimiento de incidencias 

Figura 58 

Informe de resumen KPI3 post prueba

 

 

▪ La distancia promedio del puntaje obtenido en el indicador del número de 

errores en el reconocimiento de incidencias, con respecto a la media es 

0.14. 

▪ Alrededor del 95% de las incidencias obtenidas en el indicador de número 

de errores en el reconocimiento de incidencias, están dentro de 2 

desviaciones estándar de la media, es decir, entre 0.00468 y 0.28103 

errores de identificación. 

▪ El primer Cuartil es 0.00 errores, indica que el 25% de las incidencias 

obtenidos en el indicador de número de errores en el reconocimiento de 

incidencias es menor o igual a este valor. 
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▪ El tercer cuartil es 0.00 errores, indica que el 75% de las incidencias 

obtenidas en el indicador de número de errores en el reconocimiento de 

incidencias es menor o igual a este valor. 

g) Pre – prueba KPI4: Margen de error en el reconocimiento de incidencias 

Figura 59 

Informe de resumen KPI4 pre prueba

 

 

▪ La distancia promedio del puntaje obtenido en el indicador del margen de 

error en el reconocimiento de incidencias, con respecto a la media es 

0.035714. 

▪ Alrededor del 95% de las incidencias obtenidas en el indicador de margen 

de error en el reconocimiento de incidencias, están dentro de 2 

desviaciones estándar de la media, es decir, entre 0.025742 y 0.045686 

errores de identificación. 

▪ El primer Cuartil es 0.008929 errores, indica que el 25% de las incidencias 

obtenidos en el indicador de margen de error en el reconocimiento de 

incidencias es menor o igual a este valor. 
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▪ El tercer cuartil es 0.062500 errores, indica que el 75% de las incidencias 

obtenidas en el indicador de margen de error en el reconocimiento de 

incidencias es menor o igual a este valor. 

h) Post – prueba KPI4: Margen de error en el reconocimiento de incidencias 

Figura 60 

Informe de resumen KPI4 post prueba

 

 

▪ La distancia promedio del puntaje obtenido en el indicador del margen de 

error en el reconocimiento de incidencias, con respecto a la media es 

0.035714. 

▪ Alrededor del 95% de las incidencias obtenidas en el indicador de margen 

de error en el reconocimiento de incidencias, están dentro de 2 

desviaciones estándar de la media, es decir, entre 0.025742 y 0.045686 

errores de identificación. 

▪ El primer Cuartil es 0.008929 errores, indica que el 25% de las incidencias 

obtenidos en el indicador de margen de error en el reconocimiento de 

incidencias es menor o igual a este valor. 

▪ El tercer cuartil es 0.062500 errores, indica que el 75% de las incidencias 

obtenidas en el indicador de margen de error en el reconocimiento de 

incidencias es menor o igual a este valor. 
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i) Pre – prueba y post – prueba: KPI5: Conformidad en la atención de 

incidencias de residuos sólidos 

 
Tabla 20  

Nivel de satisfacción del habitante- valores de la pre - prueba 

KPI5: Conformidad en la atención de incidencias de residuos 
sólidos 

Nro. Encuesta Pre (media) Nro. Encuesta Pre (media) 

1 2 15 2 

2 3 16 2 

3 2 17 2 

4 2 18 2 

5 3 19 2 

6 2 20 2 

7 2 21 2 

8 2 22 2 

9 4 23 2 

10 3 24 2 

11 4 25 2 

12 2 26 3 

13 2 27 2 

14 2 28 2 

 

Figura 61 

Nivel de satisfacción del habitante - valores de la pre - prueba
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Tabla 21  

Nivel de satisfacción del habitante - valores de la post - prueba 

KPI5: Conformidad en la atención de incidencias de residuos sólidos 

Nro. Encuesta Post (media) Nro. Encuesta Post (media) 

1 4 15 5 

2 4 16 5 

3 4 17 5 

4 4 18 4 

5 5 19 5 

6 4 20 5 

7 5 21 5 

8 4 22 5 

9 5 23 4 

10 4 24 4 

11 5 25 4 

12 5 26 4 

13 5 27 5 

14 4 28 5 

 

 
Figura 62 

Nivel de satisfacción del habitante - valores de la post – prueba 
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Figura 63 

Frecuencia de la pre-prueba y post-prueba del KPI5 

 
 

En la figura 63 se aprecia los niveles de satisfacción del habitante con respecto 

a la conformidad en la atención de incidencias de residuos sólidos. 13 habitantes 

(46,4%) tienen como un nivel de satisfacción (Promedio) de estar “De Acuerdo” 

respecto a la atención de incidencias de residuos sólidos y 15 habitantes (53,6%) su 

nivel satisfacción (Promedio) de estar “Muy de Acuerdo” 

Estos resultados indican que el nivel de satisfacción de los habitantes con 

respecto a la conformidad de la atención de incidencias de residuos sólidos esta igual 

o mayor de estar “De Acuerdo” y “Muy de Acuerdo”. 

Nivel de confianza y grado de significancia 

Para la presente investigación se toma como nivel de confianza el 95%, por lo 

que se tendrá como margen de error un 5%. 

Prueba de normalidad 

Pre – prueba 

 

En la figura 64 se observa que los resultados de la prueba de normalidad de 

los datos del KPI1 que se obtuvo en la Pre – Prueba. Los resultados obtenidos 
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demuestran que el valor p es mayor a 0.05, esto confirma que los datos analizados 

tienen un comportamiento normal. 

Figura 64 
Prueba de normalidad KPI1 pre prueba 

 

 

En la figura 65 se observa que los resultados de la prueba de normalidad de 

los datos del KPI2 que se obtuvo en la Post – Prueba. Los resultados obtenidos 

demuestran que el valor p es mayor a 0.05, esto confirma que los datos analizados 

tienen un comportamiento normal. 

Figura 65 
Prueba de normalidad KPI2 pre prueba 
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En la figura 66 se observa que los resultados de la prueba de normalidad de 

los datos del KPI3 que se obtuvo en la Pre – Prueba. Los resultados obtenidos 

demuestran que el valor p es menor a 0.05, esto confirma que los datos analizados 

tienen un comportamiento anormal. 

Figura 66 
Prueba de normalidad KPI3 pre prueba 

 

En la figura 67 se observa que los resultados de la prueba de normalidad de 

los datos del KPI4 que se obtuvo en la Pre – Prueba. Los resultados obtenidos 

demuestran que el valor p es menor a 0.05, esto confirma que los datos analizados 

tienen un comportamiento anormal. 

Figura 67 
Prueba de normalidad KPI4 pre prueba 
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Post – Prueba 

 

En la figura 68 se observa que los resultados de la prueba de normalidad de 

los datos del KPI1 que se obtuvo en la Post – Prueba. Los resultados obtenidos 

demuestran que el valor p es mayor a 0.05, esto confirma que los datos analizados 

tienen un comportamiento normal. 

Figura 68 
Prueba de normalidad KPI1 post prueba 

 

 

En la figura 53 se observa que los resultados de la prueba de normalidad de 

los datos del KPI2 que se obtuvo en la Post – Prueba. Los resultados obtenidos 

demuestran que el valor p es mayor a 0.05, esto confirma que los datos analizados 

tienen un comportamiento normal. 
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Figura 69 
Prueba de normalidad KPI2 post prueba 

 
 

En la figura 54 se observa que los resultados de la prueba de normalidad de 

los datos del KPI3 que se obtuvo en la Post – Prueba. Los resultados obtenidos 

demuestran que el valor p es mayor a 0.05, esto confirma que los datos analizados 

tienen un comportamiento anormal. 

Figura 70 
Prueba de normalidad KPI3 post prueba 

 

En la figura 55 se observa que los resultados de la prueba de normalidad de 

los datos del KPI4 que se obtuvo en la Post – Prueba. Los resultados obtenidos 
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demuestran que el valor p es mayor a 0.05, esto confirma que los datos analizados 

tienen un comportamiento anormal. 

Figura 71 
Prueba de normalidad KPI4 post prueba 

 
 

5.3. Contrastación de hipótesis 

Tabla 22 
Media de los indicadores 

 

A) Contrastación para el KPI1: Tiempo para identificar incidencias 
 

Se valida el impacto que tiene la implementación de un aplicativo móvil de 

procesamiento de imágenes en el tiempo para identificar incidencias, llevado a cabo 

en la muestra. Se realiza una medición antes del   del aplicativo móvil (Pre-Prueba) y 

Indicador 
Pre - 

Prueba 
Post -Prueba Comentario 

KPI1: Tiempo para identificar 
Incidencias 

123.39 1.4838 -- 

KPI2: Tiempo para clasificar 
incidencias 

9.7500 1.6036 -- 

KPI3: N° de errores en el 
reconocimiento de incidencias 

1.0000 0.14286 -- 

KPI4: Margen de error en el 
reconocimiento de incidencias 

0.035714 0.035714 -- 

KPI5: Conformidad en la 
atención de incidencias de 

residuos sólidos 
-- -- 

No 
contrastado. 

Indicador 
cualitativo 
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otra después del Aplicativo Móvil. Las siguientes tablas contienen los tiempos para 

identificar incidencias de residuos sólidos. 

Tabla 23  
Contrastación para tiempo para identificar incidencias (pre-prueba) 

 

 Tiempo 

Prueba 1 156 

Prueba 2 103 

Prueba 3 152 

Prueba 4 98 

Prueba 5 110 

Prueba 6 89 

Prueba 7 136 

Prueba 8 132 

Prueba 9 91 

Prueba 10 122 

Prueba 11 150 

Prueba 12 103 

Prueba 13 157 

Prueba 14 87 

Prueba 15 89 

Prueba 16 128 

Prueba 17 81 

Prueba 18 111 

Prueba 19 115 

Prueba 20 140 

Prueba 21 124 

Prueba 22 128 

Prueba 23 135 

Prueba 24 118 

Prueba 25 156 

Prueba 26 130 

Prueba 27 167 

Prueba 28 147 
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Tabla 24  
Contrastación para tiempo para identificar incidencias (post-prueba) 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Hi: El uso del aplicativo móvil de procesamiento de imágenes reduce los 

tiempos para identificar una incidencia de residuos sólidos (post-prueba) con respecto 

a la muestra a la que no se aplicó (pre-prueba). 

 

 Tiempo 

Prueba 1 1.91667 

Prueba 2 1.4 

Prueba 3 1.3 

Prueba 4 1.61667 

Prueba 5 1.06667 

Prueba 6 1.26667 

Prueba 7 1.32232 

Prueba 8 1.06667 

Prueba 9 1.73333 

Prueba 10 1.22222 

Prueba 11 1.46667 

Prueba 12 1.23653 

Prueba 13 1.46667 

Prueba 14 1.78333 

Prueba 15 1.7 

Prueba 16 1.41667 

Prueba 17 1.56667 

Prueba 18 1.61565 

Prueba 19 1.3 

Prueba 20 1.66667 

Prueba 21 1.3 

Prueba 22 1.91667 

Prueba 23 1.48333 

Prueba 24 1.46667 

Prueba 25 1.53265 

Prueba 26 1.28333 

Prueba 27 1.93333 

Prueba 28 1.5 
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Solución 

a) Planteamiento de la hipótesis 

μ1 = Media de tiempo empleado en la identificación de una incidencia de 

residuos sólidos (pre-prueba).  

μ2 = Media de tiempo empleado en la identificación de una incidencia de 

residuos sólidos (post-prueba). 

Ho: μ1 <=μ2 

Ha: μ1 > μ2 

b) Criterios de decisión 

Figura 72 
Distribución en la probabilidad del KPI1 

 

c) Estadísticas descriptivas 

N Media 

KPI1_Pre  28 123.4 

KPI1_Post 28 1.484 

La estimación del punto para η1 -η2 es 121.91 

El porcentaje IC para η1 -η2 es (112.35; 131.47) 

La prueba es significativa en 0.000 

d) Decisión Estadística 
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Puesto que el valor p = 0.000 < α = 0.05, los resultados proporcionan suficiente 

evidencia para rechazar la hipótesis nula (Ho), y la hipótesis alternativa (Ha) es cierta. 

La prueba resultó ser significativa. 

B) Contrastación para el KPI2: Tiempo para clasificar incidencias 
 

Se valida el impacto que tiene la implementación de un aplicativo móvil de 

procesamiento de imágenes en el tiempo para clasificar incidencias, llevado a cabo 

en la muestra. Se realiza una medición antes del desarrollo del aplicativo móvil (Pre-

Prueba) y otra después del Aplicativo Móvil. Las siguientes tablas contienen los 

tiempos para identificar incidencias de residuos sólidos. 

Tabla 25  
Contrastación para tiempo para clasificar incidencias (pre-prueba) 

 Tiempo 

Prueba 1 5 

Prueba 2 10 

Prueba 3 11 

Prueba 4 12 

Prueba 5 13 

Prueba 6 15 

Prueba 7 10 

Prueba 8 6 

Prueba 9 11 

Prueba 10 8 

Prueba 11 5 

Prueba 12 14 

Prueba 13 5 

Prueba 14 14 

Prueba 15 5 

Prueba 16 15 

Prueba 17 5 

Prueba 18 11 

Prueba 19 9 

Prueba 20 13 
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Tabla 26  
Contrastación para tiempo para clasificar incidencias (post-prueba) 

Prueba 21 11 

Prueba 22 11 

Prueba 23 6 

Prueba 24 7 

Prueba 25 13 

Prueba 26 4 

Prueba 27 9 

Prueba 28 15 

 Tiempo 

Prueba 1 1.35 

Prueba 2 1.45 

Prueba 3 1.61667 

Prueba 4 1.83333 

Prueba 5 1.55 

Prueba 6 1.61667 

Prueba 7 1.88333 

Prueba 8 1.63333 

Prueba 9 1.75 

Prueba 10 1.7 

Prueba 11 1.51667 

Prueba 12 2.46667 

Prueba 13 1.33333 

Prueba 14 1.81667 

Prueba 15 1.13333 

Prueba 16 1.7 

Prueba 17 1.38333 

Prueba 18 1.58333 

Prueba 19 1.63333 

Prueba 20 1.75 

Prueba 21 1.73333 

Prueba 22 1.55 

Prueba 23 1.28333 
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Hi: El uso del aplicativo móvil de procesamiento de imágenes reduce los 

tiempos para clasificar incidencias de residuos sólidos (post-prueba) con respecto a 

la muestra a la que no se aplicó (pre-prueba). 

Solución: 

a) Planteamiento de la hipótesis 

μ1 = Media de tiempo empleado en la clasificación de incidencias (pre-prueba).  

μ2 = Media de tiempo empleado en la clasificación de incidencias (post-prueba). 

Ho: μ1 <=μ2 

Ha: μ1 > μ2 

b) Criterios de decisión 

Figura 73 
Distribución en la probabilidad del KPI2 

 

c) Estadísticas descriptivas 

N Media 

KPI2_Pre  28 9.75 

KPI2_Post 28 1.604 

Prueba 24 1.83333 

Prueba 25 1.71667 

Prueba 26 1.05 

Prueba 27 1.38333 

Prueba 28 1.65 
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La estimación del punto para η1 -η2 es 8.146, el porcentaje IC para η1 -η2 es 

(6.748; 9.545) y la prueba es significativa en 0.000 

d) Decisión estadística 

Puesto que el valor p = 0.000 < α = 0.05, los resultados proporcionan suficiente 

evidencia para rechazar la hipótesis nula (Ho), y la hipótesis alternativa (Ha) es cierta. 

La prueba resultó ser significativa. 

C) Contrastación para el KPI3: N° de errores en el reconocimiento de 

incidencias 

Se valida el impacto que tiene la implementación de un aplicativo móvil de 

procesamiento de imágenes en el número de errores en el reconocimiento de 

incidencias, llevado a cabo en la muestra. Se realiza una medición antes del 

desarrollo del aplicativo móvil (pre-prueba) y otra después del aplicativo móvil. Las 

siguientes tablas contienen los tiempos para identificar incidencias de residuos 

sólidos. 

Tabla 27  
Contrastación para tiempo para clasificar incidencias (Pre-Prueba) 

 Tiempo 

Prueba 1 0 

Prueba 2 2 

Prueba 3 1 

Prueba 4 0 

Prueba 5 1 

Prueba 6 0 

Prueba 7 1 

Prueba 8 1 

Prueba 9 1 

Prueba 10 1 

Prueba 11 0 

Prueba 12 2 
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Tabla 28  

Contrastación para tiempo para clasificar incidencias (post-prueba) 

Prueba 13 1 

Prueba 14 0 

Prueba 15 1 

Prueba 16 2 

Prueba 17 1 

Prueba 18 2 

Prueba 19 1 

Prueba 20 2 

Prueba 21 1 

Prueba 22 0 

Prueba 23 1 

Prueba 24 1 

Prueba 25 0 

Prueba 26 2 

Prueba 27 2 

Prueba 28 1 

 Tiempo 

Prueba 1 0 

Prueba 2 1 

Prueba 3 0 

Prueba 4 0 

Prueba 5 0 

Prueba 6 0 

Prueba 7 0 

Prueba 8 0 

Prueba 9 0 

Prueba 10 0 

Prueba 11 0 

Prueba 12 0 

Prueba 13 1 

Prueba 14 0 

Prueba 15 1 

Prueba 16 0 
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Hi: El uso del aplicativo móvil de procesamiento de imágenes reduce el número 

de errores de incidencias de residuos sólidos (post-prueba) con respecto a la muestra 

a la que no se aplicó (pre-prueba). 

Solución 

a) Planteamiento de la hipótesis 

μ1 = Mediana de número de errores en el reconocimiento de incidencias (pre-

prueba).  

μ2 = Mediana de número de errores en el reconocimiento de incidencias (post-

prueba). 

Ho: μ1 <=μ2 

Ha: μ1 > μ2 

b) Estadísticas descriptivas 

 

N Mediana 

KPI3_Pre  28 0.0357143 

KPI3_Post 28 0.0000000 

Prueba 17 0 

Prueba 18 0 

Prueba 19 0 

Prueba 20 1 

Prueba 21 0 

Prueba 22 0 

Prueba 23 0 

Prueba 24 0 

Prueba 25 0 

Prueba 26 0 

Prueba 27 0 

Prueba 28 0 
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La estimación del punto para η1 -η2 es 0.0357143, el porcentaje IC para η1 -

η2 es (0.000000000; 0.0357143) y la prueba es significativa en 0.000 (ajustado a 

empates) 

c) Decisión estadística 

Puesto que el valor p = 0.000 < α = 0.05, los resultados proporcionan suficiente 

evidencia para rechazar la hipótesis nula (Ho), y la hipótesis alternativa (Ha) es cierta. 

La prueba resultó ser significativa. 

D) Contrastación para el KPI4: Margen de error en el reconocimiento de 

incidencias 

Se valida el impacto que tiene la implementación de un aplicativo móvil de 

procesamiento de imágenes en margen de error en el reconocimiento de incidencias, 

llevado a cabo en la muestra. Se realiza una medición antes del desarrollo del 

aplicativo móvil (Pre-Prueba) y otra después del Aplicativo Móvil. Las siguientes tablas 

contienen los tiempos para identificar incidencias de residuos sólidos. 

Tabla 29  
Contrastación para tiempo para clasificar incidencias (pre-prueba) 

 Tiempo 

Prueba 1 0 

Prueba 2 0.071 

Prueba 3 0.036 

Prueba 4 0 

Prueba 5 0.036 

Prueba 6 0 

Prueba 7 0.036 

Prueba 8 0 

Prueba 9 0.071 

Prueba 10 0.036 

Prueba 11 0 

Prueba 12 0.036 

Prueba 13 0 
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Tabla 30  
Contrastación para tiempo para clasificar incidencias (Post-Prueba) 

Prueba 14 0.036 

Prueba 15 0.036 

Prueba 16 0.071 

Prueba 17 0.036 

Prueba 18 0.071 

Prueba 19 0.036 

Prueba 20 0.071 

Prueba 21 0.036 

Prueba 22 0 

Prueba 23 0.036 

Prueba 24 0.036 

Prueba 25 0 

Prueba 26 0.071 

Prueba 27 0.071 

Prueba 28 0.036 

 Tiempo 

Prueba 1 0 

Prueba 2 0.25 

Prueba 3 0 

Prueba 4 0 

Prueba 5 0 

Prueba 6 0 

Prueba 7 0 

Prueba 8 0 

Prueba 9 0 

Prueba 10 0 

Prueba 11 0 

Prueba 12 0 

Prueba 13 0.25 

Prueba 14 0 

Prueba 15 0.25 

Prueba 16 0 
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Hi: El uso del aplicativo móvil de procesamiento de imágenes reduce el margen 

de error de incidencias de residuos sólidos (Post-Prueba) con respecto a la muestra 

a la que no se aplicó (Pre-Prueba). 

Solución 

a) Planteamiento de la hipótesis 

μ1 = Mediana de margen de error en el reconocimiento de incidencias (pre-

prueba).  

μ2 = Mediana de margen de error en el reconocimiento de incidencias (post-

prueba). 

Ho: μ1 <=μ2 

Ha: μ1 > μ2 

b) Estadísticas descriptivas 

N Mediana 

KPI3_Pre  28 0.0357143 

KPI3_Post 28 0.0000000 

 

Prueba 17 0 

Prueba 18 0 

Prueba 19 0 

Prueba 20 0.25 

Prueba 21 0 

Prueba 22 0 

Prueba 23 0 

Prueba 24 0 

Prueba 25 0 

Prueba 26 0 

Prueba 27 0 

Prueba 28 0 
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La estimación del punto para η1 -η2 es 0.0357143, el porcentaje IC para η1 -

η2 es (0.000000000; 0.0357143) y la prueba es significativa en 0.000 (ajustado a 

empates) 

c) Decisión estadística 

Puesto que el valor p = 0.000 < α = 0.05, los resultados proporcionan suficiente 

evidencia para rechazar la hipótesis nula (Ho), y la hipótesis alternativa (Ha) es cierta. 

La prueba resultó ser significativa. 

 

 

  



146 

 

 
 

 

 

 

 

 

 

 

 

CAPÍTULO VI 

DISCUSIONES, CONCLUSIONES Y 

RECOMENDACIONES 
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6.1. Discusiones 

A partir de los resultados encontrados, se acepta la hipótesis alternativa 

general que establece que existe relación de dependencia en la influencia entre un 

aplicativo móvil de procesamiento de imágenes usando Machine Learning y el 

reconocimiento de incidencias de residuos sólidos. 

Estos resultados indican que el uso de herramientas tecnológicas como un 

aplicativo móvil con Machine Learning aplicado al reconocimiento de incidencias de 

residuos sólidos, ayuda y mejora los procesos de recojo de residuos solidos en el 

distrito de Punta Hermosa. 

Por lo que se necesita optimizar tiempo, al momento de localizar e identificar 

incidencias de residuos sólidos, el cual se realizó una evaluación se indican que el 

uso de un aplicativo móvil con Machine Learning aplicado al reconocimiento de 

incidencias de residuos sólidos puede adecuarse al área de limpieza pública de la 

municipalidad de Punta Hermosa, por lo tanto, puede ayudar en optimizar tiempos 

cuando de horas hombre se habla. 

Para llevar a cabo el buen funcionamiento de la implementación del aplicativo 

móvil con Machine Learning aplicado al reconocimiento de incidencias de residuos 

sólidos, se tuvo que capacitar a los colaboradores y supervisores del área de limpieza 

publica de la municipalidad de Punta Hermosa. El cual tuvo un indicador muy 

sobresaliente sobre la fácil adaptación hacia el aplicativo móvil. 

Por último, es importante indicar que el proceso de reconocimiento de 

incidencias de residuos sólidos, con la mano de la tecnología ayudara a crear 

conciencia sobre futuros proyectos desarrollados, no solo en el rubro de limpieza 

pública, sino en los distintos rubros de las entidades públicas, y poder brindar un mejor 

estilo de vida a los ciudadanos. 
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6.2. Conclusiones 

Se concluye lo siguiente de la investigación: 

a) La implementación del aplicativo móvil de procesamiento de imágenes influye 

de manera positiva el reconocimiento de incidencias de residuos sólidos en 

la Municipalidad de Punta Hermosa. 

b) Se comprueba, que el uso de un aplicativo móvil de procesamiento de 

imágenes reduce los tiempos de identificación de incidencias de residuos 

sólidos tal como mencionan Gutiérrez y Torres (2016), es por ello que debido 

a la disminución del tiempo promedio de 123.39 minutos siendo muy elevado. 

Este indicador ha reducido significativamente a 1.4838 minutos. 

c) Se aprecia, que el uso de un aplicativo móvil de procesamiento de imágenes 

reduce los tiempos de clasificación de incidencias de residuos sólidos debido 

a la disminución del tiempo promedio de 9.7500 minutos siendo muy elevado. 

Este indicador ha reducido significativamente a 1.6036 minutos. 

d) Se comprueba, que el uso de un aplicativo móvil de procesamiento de 

imágenes reduce el número de errores en el reconocimiento de incidencias 

de residuos sólidos debido a la disminución de errores de 1 en promedio a 

comparación del 0.14286 luego de la implementación del aplicativo. 

e) Es muy relevante, que el uso de un aplicativo móvil de procesamiento de 

imágenes reduce el margen de error en el reconocimiento de incidencias de 

residuos sólidos debido a la disminución de la mediana de 3.5714% por 

ciento de error a un 0% de efectividad. 

f) Se comprueba, que el uso de un aplicativo móvil de procesamiento de 

imágenes influye positivamente en la satisfacción de los habitantes del 

distrito de Punta Hermosa reduciendo un 92.9% que se encontraba por 

debajo del nivel promedio (De acuerdo), hacia un 53.6% de satisfacción del 
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nivel más alto (Muy de acuerdo); esto confirma lo que nos dijo Abarca (2016) 

siendo de una forma muy significativa la satisfacción del habitante. 

6.3. Recomendaciones 

 Como resultado de la presenta investigación se plantean las siguientes 

recomendaciones a fin de tomarse en cuenta para próximos proyectos relacionados 

con el Reconocimiento de Incidencias re residuos sólidos. 

a) Se recomienda que para futuras investigaciones se desarrollen aplicativo 

móviles de forma híbrida para que cualquier persona pueda hacer uso del 

producto sin restricciones por el sistema operativo del dispositivo móvil.   

b) Se recomienda que para futuras investigaciones se agregue el 

reconocimiento de diferentes acciones que puede tomar una municipalidad 

para la mejora del distrito y sus habitantes. 

c) Se recomienda implementar la funcionalidad de manejo y gestión de rutas 

para los camiones de recolección de residuos sólidos, para apoyar en la 

gestión de las municipalidades de Lima. 

d) Se recomienda fomentar el interés para realizar futuros estudios sobre el 

tema, por la relevancia social que presenta. Para ello, se propone ampliar la 

muestra de estudio. 

e) Por último, se recomienda manejar modelo de integración para las futuras 

aplicaciones que surjan en base a la investigación, esto con la finalidad de 

que las municipalidades puedan implementar en su sistema datos de la 

investigación.  
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ANEXOS 

  



 

 
 

Anexo 1. Árbol del Problema 

 

 

  



 

 
 

Anexo 2. Matriz de Consistencia 

PROBLEMA OBJETIVO HIPÓTESIS VARIABLE 

METODOLO

GÍA 

Problema general: 
¿En qué medida un aplicativo 
móvil de procesamiento de 
imágenes influirá el 
reconocimiento de una 
incidencia de residuos 
sólidos? 
 
Problemas específicos: 

• ¿En qué medida un aplicativo 
móvil de procesamiento de 
imágenes influirá en la 
satisfacción de los 
habitantes? 

• ¿En qué medida un aplicativo 
móvil de procesamiento de 
imágenes reducirá el tiempo 
de atención de incidencias de 
residuos sólidos? 

• ¿En qué medida un aplicativo 
móvil de procesamiento de 
imágenes mejorará la calidad 
en el reconocimiento de 
incidencias de residuos 
sólidos? 

 

Objetivo general: 
Determinar en qué medida la 
implementación de un aplicativo 
móvil de procesamiento de 
imágenes podrá influir en el 
reconocimiento de una incidencia 
de residuos sólidos. 
 
Objetivos específicos: 

• Determinar en qué medida la 
implementación de un 
aplicativo móvil de 
procesamiento de imágenes 
influye en la satisfacción de los 
habitantes 

• Determinar en qué medida la 
implementación de un 
aplicativo móvil de 
procesamiento de imágenes 
reduce el tiempo de atención 
de incidencias de residuos 
sólidos 

• Determinar en qué medida la 
implementación de un 
aplicativo móvil de 
procesamiento de imágenes 
mejora la calidad en el 
reconocimiento de incidencia 
de residuos sólidos 

Hipótesis general: 

Si se implementa un aplicativo móvil 
de procesamiento de imágenes 
entonces podrá influir en el 
reconocimiento de una incidencia de 
residuos sólidos. 

Hipótesis específicas: 

• El uso de un aplicativo móvil de 
procesamiento de imágenes 
usando Machine Learning influye 
en la satisfacción de los 
habitantes. 

• El uso de un aplicativo móvil de 
procesamiento de imágenes 
usando Machine Learning reduce 
el tiempo de atención de 
incidencias de residuos sólidos. 

• El uso de un aplicativo móvil de 
procesamiento de imágenes 
usando Machine Learning mejora 
la calidad en el reconocimiento de 
incidencias de residuos sólidos. 

Variable 
Independient
e: 

Aplicativo 
Móvil de 
procesamient
o de 
imágenes. 

Variable 
Dependiente: 

Reconocimien
to de una 
incidencia de 
residuos 
sólidos 

Variable 
Interviniente: 

Machine 
Learning 

Tipo de 
investigación: 

 Aplicada 

Nivel de 
investigación: 

Explicativa. 

Técnicas e 
instrumentos: 

Encuesta 



 

 
 

Anexo 3. Matriz de Revisión



 

 
 

Anexo 4. Proceso As - Is 

  



 

 
 

Anexo 5. Matriz de Operacionalización  

 

  



 

 
 

 

Anexo 6. Cronograma Detallado Primera Parte 

 

 

 

 

 

 

 



 

 
 

Anexo 7. Cronograma Detallado Segunda Parte 

 

 

  



 

 
 

   Anexo 8: Reunión con la Municipalidad de Lima 

  



 

 
 

   Anexo 9. Carta enviada a la Municipalidad de Punta Hermosa 

 

 

 



 

 
 

Anexo 10. Carta de autorización de investigación de la Municipalidad de Punta 

Hermosa 

  



 

 
 

   Anexo 11. Validación a través de juicio de expertos 1 

 

  



 

 
 

   Anexo 12. Validación a través de juicio de expertos 2 

  



 

 
 

   Anexo 13. Validación a través de juicio de expertos 3  

 

  



 

 
 

   Anexo 14. Pasos para la instalación del aplicativo móvil GeoWaste  

  



 

 
 

Anexo 15. Cuestionario de satisfacción ciudadana 

  



 

 
 

Anexo 16. Ficha de registro de información (Tiempo de Identificación) 

 

  



 

 
 

Anexo 17. Ficha de registro de información (Tiempo de Clasificación) 

 

 

  



 

 
 

Anexo 18. Ficha de registro de información (Número de errores de 

reconocimiento) 

 

 

  



 

 
 

Anexo 19: Ficha de información (Porcentaje de errores de reconocimiento) 

 

 

 

 

 

 

 

 

 


